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ABSTRACT  
Ranque-Hilsch Vortex Tube (RHVT) is a system that consists of a simple pipe with no 
moving parts except for the control valve, working with pressurized fluid and performing 
both heating and cooling processes at the same time. In the study, air with an inlet pressure 
of 150 to 700 kPa at 50 kPa intervals was used in RHVT with an internal diameter of 7 mm 
and a body length of 100 mm. In RHVT, nozzles with two, three, four, five and six orifices 
made of aluminum, steel, brass and polyamide were used. During the experimental study, 
the control valve on the hot fluid outlet side was left in the fully open position and the 
performance of the RHVT was calculated by calculating the difference (ΔT) between the 
outlet hot flow temperature (Th) and the leaving cold flow temperature (Tc). The data 
obtained from the experimental setup were used separately with the machine learning 
methods Linear Regression (LR), Support Vector Machines (SVM) and Gaussian Process 
Regression (GPR) methods, and the performance of RHVT was optimized and it was aimed 
to fill the gap in the literature. During the machine learning methods in the study, 80% of 
all data was used as training and 20% as test data. Tests were made with the models 
obtained at the end of the study and the results were compared.  

Karşıt Akışlı Ranque – Hilsch Vorteks Tüpünün 
Lineer Regresyon, Destek Vektör Makineleri ve 
Gauss Süreç Regresyonu Yöntemi ile Performans 
Analizi  

ÖZ 
Ranque-Hilsch Vorteks Tüp (RHVT) kontrol valfi haricinde hareketli parçası olmayan, basit 
bir borudan oluşan, basınçlı akışkan ile çalışarak ısıtma soğutma işlemini aynı anda yapan 
bir sistemdir. Çalışmada iç çapı 7 mm, gövde uzunluğu 100 mm olan RHVT’de giriş basıncı 
50 kPa aralıklarla 150 ile 700 kPa basınç değerinde hava kullanılmıştır. RHVT’de 
alüminyum, çelik, pirinç ve polyamid malzemeden üretilmiş iki, üç, dört, beş ve altı orfisli 
nozullar kullanılmıştır. Deneysel çalışma esnasında sıcak akışkan çıkış tarafındaki kontrol 
valfi tam açık konumda bırakılarak, RHVT’ünün performansı çıkan sıcak akış sıcaklığı (Tsck) 
ile çıkan soğuk akışın sıcaklığı (Tsgk) arasındaki fark (ΔT) hesaplanarak veriler alınmıştır. 
Deney düzeneğinden elde edilen veriler makine öğrenimi yöntemlerinden Lineer 
Regresyon (LR), Destek Vektör Makineleri (DVM) ve Gauss Süreç Regresyonu (GSR) 
yöntemleri ile ayrı ayrı kullanılarak RHVT’nin performansının optimizasyonu  yapılmış ve 
literatürdeki eksikliğin tamamlanması amaçlanmıştır. Çalışmada makine öğrenme 
yöntemleri esnasında tüm verinin %80’i eğitim, %20’si test verisi olarak kullanılmıştır. 
Çalışma sonunda elde edilen modeller ile testler yapılmış ve ortaya çıkan sonuçlar 
karşılaştırılmıştır.
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1. Giriş (Introduction)  
 

Kontrol valfi hariç hiçbir hareketli bir parçası olmayan, soğutma ve ısıtma işlemini aynı anda yapan 
ebatları küçük ama hızlı rejime giren vorteks tüpler ilk kez 1931 yılında Ranque tarafından ilk kez icat 
edilmiş ve daha sonra 1947 yılında Hilsch tarafından geliştirilmiştir [1, 2]. Vorteks tüp, Ranque-Hilsch 
Vorteks Tüp (RHVT) olarak adlandırılmasının nedeni kendisini bulan ve geliştiren kişilerin adlarını 
almasından kaynaklanmaktadır [3]. RHVT, boyutlarının küçük oluşu, ağırlıklarının hafif oluşu, çok hızlı 
bir şekilde rejime ulaşması, kloroflorokarbon kullanılmadığından çevresel açıdan zararlı olmaması 
sebebi ile birçok soğutma ve ısıtma işlemlerinde kullanılabilmektedir. Ayrıca RHVT’ler elektriksel ve 
kimyasal güç ile bakım gerektirmezler [4, 5]. Çalışmada kullanılan karşıt akışlı RHVT şekil 1’de 
verilmiştir. 

 
Şekil 1. Karşıt akışlı RHVT (Counterflow RHVT) 

 
RHVT’lerde sıcak ve soğuk akışkanların oluşturulmasının temeli Şekil 2’de verilmiştir. RHVT çalışma 
prensibi, giriş kısmında bulunan nozula uygulanan basınçlı akışkan, tüpe teğet olacak şekilde giriş 
yapar. Girişinde nozul ile basınçlı akışkan basıncı düşürülür ve buna bağlı olarak akışkan hızı artar. 
Yüksek hızlarda dönen akışkanın tüp cidarındaki sürtünmeden dolayı, tüp cidarı ile merkezindeki 
akışkan arasında basınç farkı meydana gelir. Tüp cidarındaki akışın hızı sürtünmenin etkisi ile tüp 
merkezindeki akışın hızına göre daha düşüktür. Merkezdeki akış cidarındaki akışı ivmelendirmeye 
çalışır ve merkezdeki akışkan cidarındaki akışa enerji transfer eder. Sistemde çalışma esnasında 
kontrol vanası sayesinde oluşan bir durgunluk noktası ile sıcak akışkanın bir kısmı geri döner. Bunun 
sonucunda, RHVT’de eş zamanlı olarak bir tarafından soğuk akış, diğer tarafından ise sıcak akış elde 
edilir (Şekil 2) [6,7]. 
 

 
Şekil 2. (a) RHVT içerisindeki sıcak ve soğuk akışın hareketi (b) RHVT içerisindeki akış ((a) The movement of hot and cold flow in the 

RHVT (b) The flow in the RHVT) 

 
Bovand v.d. (2014) 7-11 mm orifis çapı aralığında değiştirerek farklı soğuk akış debisinde deneyler 
yapmışlardır. Sıcaklık, debi ve basınç değerlerinin ölçüldüğü deneysel sonuçlar ANOVA yöntemi ile 
istatistiksel analiz yapılarak optimizasyon çalışması yapmışlardır [8]. Thakare ve Parekh (2014) ANSYS 
Fluent programı ile yaptıkları nümerik hesaplamalarla sekiz değişik gaz ile ayrı ayrı çalışarak ısıl 
iletkenlik, ısıl yayılım, prandtl sayısı ve gaz sabiti parametrelerinin vorteks tüpü enerji ayrıştırma 
etkilerini incelemişlerdir [9]. Gökçe v.d. (2019), giriş basıncı 300, 400 ve 500 kPa basınç değerinde hava 
kullanılarak karşıt akışlı RHVT’de çıkan sıcak akış ile soğuk akışın sıcaklıkları arasındaki fark cinsinden 
RHVT’nin performansının optimizasyonu yapmışlardır. Optimizasyon için Taguchi L9 dikey dizini 
kullanılarak testler yapılmışlardır. Testler sonucunda elde edilen RHVT performansı için kalite 
karakteristiği, çıkan sıcak ile soğuk akışın sıcaklığı arasındaki fark (ΔT) olarak belirlemişler ve önem 
seviyelerini belirlemek için varyans analizi (ANOVA) uygulanmışlardır. Yaptıkları ANOVA analizine 
göre, ΔT için en önemli kontrol faktörleri sırasıyla giriş basıncı, nozul orfis sayısı ve nozul malzemesi 
olduğu belirlemişlerdir [10]. Kaya ve Gökçe (2019), giriş basıncı 150 ile 650 kPa basınç değerinde 100 
kPa aralıklarla oksijen gazı kullanarak RHVT’den çıkan sıcak ile soğuk akışın sıcaklığı arasındaki fark 
cinsinden RHVT’nin performanslarının optimizasyonunu yapmışlardır. Bu bağlamda, Taguchi L18 
dikey dizini kullanılarak testler yapılmıştır. Testler sonucunda elde edilen RHVT performansı ΔT olarak 



363 

Korkmaz, Dogan & Kirmaci Gazi Mühendislik Bilimleri Dergisi: 8(2), 2022 
 

PRINT ISSN: 2149-4916 E-ISSN: 2149-9373 © 2022 Gazi Akademik Yayıncılık  

belirlenmişlerdir. Bu amaçla, önem seviyelerini belirlemek için varyans analizi (ANOVA) 
uygulanmıştır. Sinyal/Gürültü oranları kullanılarak elde edilen kontrol faktörlerinin optimum 
değerleri ΔT için farklı seviyelerde bulunmuştur. ANOVA analizine göre, ΔT için en önemli kontrol 
faktörleri sırasıyla giriş basıncı, nozul malzemesi ve nozul sayısı olduğu belirlenmiştir [11]. 
 
Bir deney düzeneğinin asıl performansını iyi tespit edebilmek için o düzeneğin kurularak test 
edilmesiyle doğru sonuçlar verilebilir. Fakat günümüzde laboratuvar kurulum maliyetlerinin yüksek 
olabilmesinden dolayı tasarım ve test edilmesi her zaman mümkün olamamaktadır. Ayrıca, bu 
düzeneklerin yeterli sayıda test edilmesi de önemli bir zaman gerektirebilmektedir. Bu zorlukların 
üstesinden gelebilmek ve gerçek saha testlerini en aza indirgeyebilmek için günümüzde yapay zekânın 
bir alt dalı olan makine öğrenimi yöntemleri giderek artan bir şekilde kullanılmaya başlanmıştır. Bu ve 
benzeri zorlukları aşabilmek ve gerçek laboratuvar testlerini en aza indirgeyebilmek için günümüzde 
çeşitli makine öğrenimi yöntemleri yaygın olarak kullanılmaya başlanmıştır. 
 
Bu çalışmada, RHVT deney sisteminde alüminyum, çelik, pirinç ve polyamid malzemeden üretilmiş iki, 
üç, dört, beş ve altı orfisli nozullarda, giriş basıncı 50 kPa aralılarla 150 ile 700 kPa basınç değerinde 
hava kullanılarak, RHVT’de çıkan Tsck ile Tsgk arasındaki fark ΔT cinsinden RHVT’nin performansının 
optimum olarak gerçekleşmesi ve çıkışlarını en doğru şekilde tahmin edebilmek amacıyla makine 
öğrenimi yöntemlerinden Lineer Regresyon (LR), Destek Vektör Makineleri (DVM) ve Gauss Süreç 
Regresyonu (GSR) kullanılmıştır. 

 
2. Materyal ve Metot (Material and method) 
 
2.1. Deneysel sistem (Experimental system) 

 
Çalışmada, gövde uzunluğu 100 mm, iç çapı 7 mm olan karşıt akışlı RHVT yüksekliği 330 mm, genişliği 
550 mm, kalınlığı 2 mm olan metal levha üzerine şekil 3’teki gibi yerleştirilmiştir. RHVT giren havanın 
basıncını ölçmek için PAKKENS tipi %5 hassasiyetindeki manometre, hacimsel debileri okunak için %3 
hassasiyetinde TSI marka debimetreler karşıt akışlı RHVT’ün çıkışlarına sabitlenmiştir. RHVT çıkan 
soğuk ve sıcak akış sıcaklıklarını ölçmek üzere ±10C hassasiyetindeki dijital termometre probları 
kullanılmıştır. Deneylerde RHVT’de alüminyum, çelik, pirinç ve polyamid malzemeden üretilmiş iki, üç, 
dört, beş ve altı nozul kullanılmıştır (Şekil 3). Hava kompresörü ve RHVT akışkan girişindeki vana 
kullanılarak deneylerde başlangıç basıncı olan 150 kPa basınç sağlanmış ve RHVT’nün soğuk ve sıcak 
akış çıkışında bulunan ölçüm cihazlarında ölçülen sıcaklık değerleri sabitleninceye kadar 150 kPa 
basınçta hava gönderilerek RHVT girişteki basınç, çıkan sıcak ve soğuk akışkanın sıcaklık değerleriyle 
ve hacimsel debileri kayıt altına alınmıştır. Deneysel çalışmada belirlenen diğer basınç değerleri için 
150 kPa basınçta yapılan işlemler tekrarlanarak farklı malzemelerden imal edilen tüm nozullar 
kullanılmıştır. Tüm deneyler ortam sıcaklığı 210C’lik olan ortamda yapılmıştır.  Deney sonuçlarının 
doğruluğu için yapılan deneylerin her biri üçer kez tekrarlanmış olup ortalamaları alınarak çalışmada 
kullanılmıştır. 
 
RHVT’ler, bir girişe ve iki farklı akışa sahip açık sistemler olarak kabul edilirler. Tüp içerisinde giriş 
akışının ne kadarının soğuk akışa dönüştüğünü ifade eden ξ değeri denklem 1 verilmiştir. 
 

𝜉 =
𝑠𝑜ğ𝑢𝑘 𝑎𝑘𝚤ş𝚤𝑛 𝑘ü𝑡𝑙𝑒𝑠𝑒𝑙 𝑑𝑒𝑏𝑖𝑠𝑖

𝑔𝑖𝑟𝑖ş 𝑎𝑘𝚤ş𝚤𝑛𝚤𝑛 𝑘ü𝑡𝑙𝑒 𝑑𝑒𝑏𝑖𝑠𝑖
         (1) 

 
RHVT’lerde girişteki akış sıcaklığı (Tgir) ile çıkan soğuk akış sıcaklık (Tsgk) farkı, soğuk akış sıcaklık farkı 
(∆Tsgk) olarak tanımlanır ve denklem 2 de ifade edilmiştir. 
 
T𝑠𝑔𝑘 = 𝑇𝑔𝑖𝑟 − 𝑇𝑠𝑔𝑘           (2) 

 
RHVT’lerde girişteki akış sıcaklığı (Tgir) ile çıkan sıcak akış sıcaklık (Tsck) fark, sıcak akış sıcaklık farkı 
(∆Tsck) olarak tanımlanır ve denklem 3 de verilmiştir. 
 
T𝑠𝑐𝑘 = 𝑇𝑠𝑐𝑘 − 𝑇𝑔𝑖𝑟           (3) 
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Denklem 2 ve 3 birleştirilip sadeleştirildiğinde, RHVT performansı (∆T) denklem 4 de verilmiştir [1, 3, 
4, 12]. 
 
T = 𝑇𝑠𝑐𝑘 − 𝑇𝑠𝑔𝑘             (4) 

  
 

 
Şekil 3. Deneysel çalışmada kullanılan Karşıt akışlı RHVT ve kullanılan nozullar (Counterflow RHVT and nozzles used in the 

experimental study) 
 
2.2. Makine öğrenme yöntemleri (Machine learning techniques) 
 
Yapay zekânın bir dalı olan makine öğrenimi, sorunların çözümünde konuya ilişkin verileri eğitim, test 
ve doğrulama amaçlı kullanarak çözüme yönelik tahminler üreten algoritmalardır. Bunun için eğitim 
modelleri oluşturulur. Farklı makine öğrenimi yöntemleri farklı oranda veriye ihtiyaç duysa da 
genellikle modelleri sürekli olarak optimize etmek ve algoritmaları kullanarak en iyi tahminleri 
yapmak için büyük miktarda veri kullanılır [13]. Makine öğrenimi için çok sayıda farklı algoritma ve 
yöntem geliştirilmiştir. Bunlardan bazıları; lineer regresyon, gauss süreç regresyonu, karar ağaçları, 
destek vektör makineleri, rastgele orman ve yapay sinir ağları olarak sayılabilir. Makine öğrenimi 
yöntemleri kümeleme, sınıflandırma, tahmin, örüntü tanıma, bilgi çıkarımı gibi çeşitli amaçlarla 
kullanılabilir [14]. 
 
Bu çalışmada kurulu deney düzeneği ile elde edilen sonuçlardan RHVT’nin ΔT değerlerini tahmin 
etmek için makine öğrenme yöntemleri kullanılmıştır. Şekil 4’te makine öğrenimi işlem süreçlerinin 
akış şeması verilmektedir. İşlemler ilk olarak deney düzeneğinin oluşturulması ve bu düzenekten 
gerekli verilerin toplanmasıyla başlar. Toplanan verilerdeki ölçüm ve diğer hatalar giderilir. 
Hatalardan arındırılmış veriler makine öğreniminde kullanılabilecek şekilde düzenlenir. Bu düzenleme 
esnasında gerekli olan bazı veriler makine öğreniminde kullanılan matematiksel modellere de uygun 
olacak şekilde sayısal değerlere dönüştürülür. Yine bu değerlerin makine öğrenimi yöntemlerinde 
doğru bir şekilde kullanılabilmesi için veriler üzerinde standartlaştırma işlemi yapılır. Veriler eğitim 
verisi ve test verisi olarak iki grup halinde kullanılır. Bu çalışmada eğitim verisi için tüm verinin %80’ni, 
test verisi için %20’si kullanılmıştır. İlk olarak makine öğrenimi yöntemlerinden üç farklı regresyon 
yöntemi olan DVM, LR ve GSR yöntemleriyle eğitim süreci gerçekleştirilmiştir. Bu yöntemlerle elde 
edilen eğitim modelleri kullanılarak test verisi ile tahminler üretilmiştir. 
 
Yapılan regresyon analizlerinden elde edilen tahminlerin doğruluğunun bir ölçüsü determinasyon 
katsayısı R2‘dir. Bu katsayı ölçülen verilerle tahmin edilen verilerin birbiri ile ne kadar uyumlu 
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olduğunun bir ölçütüdür. R2=1 olması tam uyumlu olduğunu gösterir. Veri sayısı arttıkça R2’nin 
güvenirliği de artmaktadır. 
 

 
 

Şekil 4. Makine öğrenimi işlem akış şeması (Machine learning operations flowchart) 
 
2.2.1. Lineer regresyon (Linear regression) 

 
Lineer regresyon (LR) bağımlı bir değişken ile bir veya daha çok bağımsız değişken arasındaki neden-
sonuç ilişkisini ortaya koyabilmek amacıyla kullanılan temelinde istatistik bilimine dayalı bir 
yöntemdir. Regresyon modeli, bir fonksiyon aracılığıyla bağımlı değişkeni bağımsız değişken veya 
değişkenlerle ilişkilendirir [15]. LR yönteminde tek bir bağımsız değişken kullanılabileceği gibi birden 
çok bağımsız değişken de kullanılabilir. Birden çok bağımsız değişken kullanıldığında çoklu lineer 
regresyon (ÇLR) adını alır [16, 17]. LR yöntemi denklem 5 ile ifade edilebilir. 

 

𝑦 = 𝑎0 + 𝑎1𝑋 +  ε           (5) 
 
Denklem 5’te, y bağımlı değişken, X bağımsız değişken ve ε hata terimidir. a0 sabit terim olup, regresyon 
doğrusunun düşey eksendeki kesişimini, a1 ise regresyon doğrusunun eğimini veren regresyon 
katsayısıdır. Burada a1 bir sabit olup değişimin yönünü ve miktarını verir.  a1’in değerinin pozitif olması 
değişimin arttığını, değerinin negatif olması ise değişimin azaldığını gösterir [18]. ÇLR yöntemine ait 
eşitlik denklem 6 da verilmektedir. 
 
𝑦 =  𝑎0 +  𝑎1𝑋1 + 𝑎2𝑋2 + ⋯ + 𝑎𝑛𝑋𝑛 +  𝜀                   (6) 
 
Denklem 6 da birden çok regresyon katsayısı (a1, a2, …, an) ve birden çok bağımsız değişken (X1, X2, …, 
Xn) bulunmaktadır. Genellikle en küçük kareler yaklaşımı kullanılarak tahmindeki olası hata sıfıra 
yaklaştırılmaya çalışılır [19]. 
 
2.2.2. Destek vektör makineleri (Support vector machines) 
 

Destek Vektör Makineleri (DVM), Vapnik tarafından 1990’lı yıllarda ortaya konuldu [20]. DVM 
algoritması, veriyle ilgili birleşik dağılım fonksiyonu bilgisine ihtiyaç duymadığından dağılımdan 
bağımsız çalışabilen bir öğrenme algoritmasıdır [21]. DVM’nin amacı sınıfların birbirinden ayrılması 
için optimum ayırma hiper düzleminin bulunmasıdır. Yani farklı sınıfların destek vektorleri arasındaki 
uzaklığı en büyüklemektir [22]. Bir destek vektör makinesi, verileri optimum bir şekilde iki gruba 
ayıran n-boyutlu bir hiperdüzlem oluşturur. DVM’ler istatistik ve makine öğrenimi yöntemlerinden 
sinir ağlarının çeşitli tekniklerini birlikte kullanırlar [23, 24]. DVM, yüksek genelleme yeteneğine 
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sahiptir ve yüz tanıma, ses tanıma, el yazısı tanıma metin sınıflandırma gibi bir çok farklı alanda 
kullanılmaktadır [25, 26]. 
 
DVM yöntemi ilk önceleri doğrusal verilerin iki sınıfa ayrılması için tasarlanmış olsa da günümüzde 
doğrusal olmayan ve çok sınıflı veriler üzerinde tahminler üretmek için de kullanılmaktadır. Doğrusal 
ayrılabilen veriler için genellikle iki sınıfa ayrılabilen örnek veriler kullanılarak yapılan eğitimler 
sonucu elde edilen karar fonksiyonu sayesinde verilerin birbirinden ayrılması amaçlanır [27]. 
Optimum hiperdüzleme ait denklem 7 ve 8 de verilmektedir. 
 
𝑤. 𝑥𝑖 + 𝑏 ≥ +1, 𝑦 = +1          (7) 

 
𝑤. 𝑥𝑖 + 𝑏 ≤ +1, 𝑦 = −1          (8) 
 
Bu denklemlerde x ∈ RN   N-boyutlu uzayı, y ∈{-1,+1} sınıf etiketlerini, b eğilim değerini, w ağırlık 
vektörünü gösterir [28, 29]. 
 
Bazı durumlarda verileri doğrusal olarak ayırmak mümkün olmayabilir. Bu durumda doğrusal 
ayrılamayan verilerin yanlış sınıflandırılmaması için düzenleme parametresi ve yapay değişken 
kullanılarak optimizasyon problemi çözülmeye çalışılır [27]. 
 
2.2.3. Gauss süreç regresyonu  (Gaussian process regression) 
 

Gauss süreç regresyonu (GSR), genellikle doğrusal olmayan regresyon problemlerini çözmek için 
olasılıklı, parametrik olmayan problemlerde daha çok tercih edilen başarılı bir makine öğrenme 
yöntemidir [30, 31]. GSR, küçük verilerde bile başarılı sonuçlar üretebilir ve tahminlerde belirsizlik 
ölçümleri yapılabilecek özelliklere sahiptir [32]. GSR ile en doğru seçeneğin belirlenebilmesine imkân 
verebilecek farklı kovaryans fonksiyonları kullanılabilir [33]. Gauss süreç fonksiyonu f(x) denklem 9 
da verilmektedir [34]. 
 
𝑓(𝑥) = 𝐺𝑃(𝑚(𝑥), 𝑘(𝑥. 𝑥′))        (9) 
 
Burada m(x)  ortalama fonksiyonu, k(x. x') kovaryans fonksiyonudur. Ortalama fonksiyonu denklem 10 
da, kovaryans fonksiyonu ise denklem 11 de verilmektedir. 
 
𝑚(𝑥) = 𝐸[𝑓(𝑥)]                                         (10) 
 

𝑘(𝑥, 𝑥′) = 𝐸[(𝑓(𝑥) − 𝑚(𝑥))(𝑓(𝑥′) − 𝑚(𝑥′))]      (11) 

 
Gauss sürecinin hiper-parametreleri ortalama fonksiyonu ve kovaryans fonksiyonudur. Ortalama 
fonksiyonu, x girdisine sahip 𝑓(𝑓) fonksiyonunun beklenen değerini gösterir ve genelde basitleştirme 
amacıyla sıfır olarak alınmaktadır. Ortalama fonksiyonu için güven düzeyinin bir ölçüsü kovaryans 
fonksiyonudur [35]. 
 

3. Sonuçlar ve Tartışma (Results and Discussion) 
 
Kurulan RHVT deney düzenekleri ile elde edilen verilerle makine öğrenimi eğitim ve test işlemleri 
gerçekleştirilmiştir. Makine öğrenimi yöntemlerinden LR, DVM ve GSR yöntemleriyle yapılan 
çalışmalardan elde edilen testlere ait sonuç grafikleri sırasıyla Şekil 5-7 de verilmiştir. Şekil 5’te 
görüldüğü gibi LR yönteminde düşük ΔT değerlerinde ölçülen ve tahmin edilen değerler arasındaki 
farklılık daha fazlayken daha yüksek değer aralığında birbirine daha yakın çıkmıştır. Benzer durum 
Şekil 6 ve Şekil 7’deki DVM ve GSR yöntemlerinde de görülmekle birlikte onlardaki farklılık çok daha 
azdır. Tüm sonuçlar birlikte değerlendirildiğinde LR yönteminin başarısının diğer yöntemlere göre 
daha düşük olduğu, ancak bununla birlikte yine de kullanılabilir düzeyde sonuçlar üretebildiği 
değerlendirilmektedir. DVM ve GSR yöntemleriyle elde edilen tahmin sonuçlarının çok iyi olduğu Şekil 
6 ve Şekil 7’de görülmektedir. Uygulanan makine öğrenimi yöntemleri içerisinde en yüksek doğruluğa 
sahip yöntemin GSR yöntemi olduğu şekillerden, doğruluk ve uyumluluk ölçütlerinden (R2, RMSE, MSE, 
MAE) anlaşılmaktadır. Yöntemlerin üretmiş olduğu tahmin sonuçlarına ait doğrulukların farklı 
seviyelerde olması, kullanılan yöntemlerin algoritmasından, veri sayılarından ve uygulanan alandan 
kaynaklandığı düşünülmektedir. 
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Şekil 5. LR yöntemi ile ölçülen ve tahmin edilen sıcaklık farkları (ΔT) grafiği (Graph of temperature differences (ΔT) measured and 

estimated by the LR method) 
 

 
Şekil 6. DVM yöntemi ile ölçülen ve tahmin edilen sıcaklık farkları (ΔT) grafiği (Graph of temperature differences (ΔT) measured and 

estimated by the SVM method) 
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Şekil 7. GSR yöntemi ile ölçülen ve tahmin edilen sıcaklık farkları (ΔT) grafiği (Graph of temperature differences (ΔT) measured and 
estimated by the GPR method) 

 

Kullanılan makine öğrenimi yöntemleriyle yapılan test tahmin sonuçlarına ait doğruluk değerleri 
Tablo 1’de verilmektedir. 

 

Tablo 1. Makine öğrenimi yöntemleri kullanılarak elde edilen test tahmin sonuçlarının doğruluk değerleri (Accuracy values of test 
prediction results obtained using machine learning methods) 

 LR DVM    GSR 
Determinasyon Katsayısı (R2) 0.87 0.97 0.99 

Kök Ortalama Kare Hata (RMSE) 5.30 2.56 1.09 

Ortalama Kare Hata (MSE) 28.11 6.56 1.18 

Ortalama Mutlak Hata (MAE) 4.32 2.09 0.59 

 

Yapılan çalışmada, RHVT deneylerinden elde edilen verilerle öncelikle makine öğrenimi yöntemleri 
kullanılarak eğitimler gerçekleştirilmiştir. Eğitimlerden elde edilen modeller kullanılarak yapılan 
makine öğrenimi testlerinde RHVT sıcaklık farkına (ΔT) ait R2 değerleri; LR yönteminde 0.87, DVM 
yönteminde 0.97, GSR yönteminde ise 0.99 olarak bulunmuştur. Bu çalışmalar makine öğrenimi 
yöntemi ile yapılan çalışmaların gerçek deney düzeneklerinde ölçülen sıcaklık farkı değerlerine çok 
yakın sonuçlar verdiğini ortaya koymuştur. Kullanılan üç farklı makine öğrenimi yönteminden GSR 
yönteminin RHVT performansına ait sıcaklık farkının (ΔT) R2 değeri, LR ve DVM yöntemlerine ait 
sıcaklık farklarının (ΔT) R2 değerlerinden daha yüksek doğruluk değeri vermiştir (Tablo 1). Makine 
öğrenimi yöntemlerinin karşıt akışlı RHVT sistemlerinin deney düzeneklerinin oluşturulmasında 
zaman ve maliyet kaybını azaltmak için önemli bir yöntem olduğu ortaya konulmuştur. Makine 
öğrenimi yöntemleri ile karşıt akışlı RHVT performans analizlerinin bu çalışmadaki değer aralıklarında 
çalışıldığında, istenilen gerçek değerlere ulaşılmasının tahmin edilebilmesi için doğrulayıcı bir 
yaklaşım olduğu görülmüştür. 
 
Yapılan çalışma ile makine öğrenimi yöntemlerinden Lineer Regresyon (LR), Destek Vektör Makineleri 
(DVM) ve Gauss Süreç Regresyonu (GSR) yöntemleri kullanılarak yapılan makine öğrenme 
yöntemlerinden oldukça yüksek doğrulukta sonuçlar elde edilebileceği ve yöntemin tüm deneysel 
çalışmalara uyarlanabileceği önerilmektedir. 
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