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ÖZET: Yapay zekânın hayatımıza girmesiyle tarım alanında yapılan yapay zekâ uygulamaları oldukça popüler 

hale gelmiştir. Tarım alanında karşılaşılan bitki hastalıkları üzerinde durulması gereken önemli bir konu olup bu 

problemin çözümü için yapay zekâdan yardım alınmaktadır. Çalışmada, elma bitkisindeki uyuz, siyah çürük ve 

pas hastalığına sahip yaprakların yapay zekâ ile tespiti için evrişimsel sinir ağları (CNN) mimarileri 

kullanılmıştır. Çalışmada kullanılan CNN içerisinde yer alan AlexNet, DenseNet-121, ResNet-34, VGG16-BN 
ve Squeezenet1_0 mimarilerinin karışıklık matrisine göre performansları değerlendirilerek en iyi doğruluk, 

duyarlılık, özgüllük ve F-skor değerleri bulunmuştur. Sonuç olarak test veri seti için yapay zekâ ile elma 

bitkisindeki hastalık tespitinde en iyi modelin duyarlılık, özgüllük, doğruluk ve F-skor için sırasıyla  %97,64, 

%99,54, %99,52, %98,62 değerleri ile ResNet-34 olduğu belirlenmiştir. 
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IDENTİFİCATİON OF DİSEASES İN APPLE PLANTS WİTH 

ARTİFİCİAL INTELLİGENCE METHODS AND COMPARİSON OF 

THE PERFORMANCE OF ARTİFİCİAL INTELLİGENCE METHODS 

 
ABSTRACT: With the introduction of artificial intelligence into our lives, artificial intelligence applications in 

agriculture have become very popular. Plant diseases encountered in the field of agriculture are an important 

issue that should be emphasized and artificial intelligence is used for the solution of this problem. Convolutional 

Neural Network (CNN) architectures were used for the detection of leaves with scabies, black rot and rust 

diseases in apple plants with artificial intelligence. The best accuracy, sensitivity, specificity and F-score values 

were found by evaluating the performances of AlexNet, DenseNet-121, ResNet-34, VGG16-BN and 

Squeezenet1_0 models in the CNN architecture by using confusion matrix. As a result, in the detection of 

diseases in apple plants with artificial intelligence, the best sensitivity, specificity, accuracy and F-score on the 
test dataset were obtained with the ResNet-34 model, 97.64%, 99.54%, 99.52%, 98.62%, respectively. 
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1. GİRİŞ 

Ziraat veya diğer bir anlamı ile tarım, bitkisel ve hayvansal ürünlerin üretilmesi, üretilen 

ürünlerin kalitesinin yükseltilmesi ve uygun şartlarda korunup işlenmesiyle ilgilenen bir bilim 

dalıdır [1]. Tarım sektörünün en temel amacı, insanlığın yaşamını sürdürebilmesi için gerekli 

olan ihtiyaçları karşılamaktır [2]. Tarım biliminin ana üretim dalları bitkisel ve hayvansal 

üretimlerdir [3]. Üretim aşamasında, artan nüfus akabinde artan taleplerin karşılanması ve 

iklim değişikliği sebebiyle gıda güvenliğinin sağlanması oldukça önemlidir [4, 5]. 

 

Tarımsal üretimde karşılaşılan bitki hastalıkları üzerinde durulması gereken önemli bir 

konudur. Bitki hastalıklarına fungal, bakteriyel ve viral hastalıklar neden olmaktadır [6]. Bitki 

hastalıkları, tarım sektöründe kayıplar yaşanmasına sebebiyet vermektedir. Bu doğrultuda ise 

bitki hastalıklarının tespiti, problemin çözümü için ilk ve en önemli aşamadır [7]. Hastalığın 

doğru ve zamanında tespit edilebilmesi, verim ve kalitenin düşmemesi için bitki korumaya 

yönelik uygulamalar artmıştır [7, 8]. Bitki hastalıklarında karşılaşılan problemlerin çözümü 

için kullanılan tekniklerin gelişmesiyle yapay zekâ yöntemi kullanılmaya başlanmıştır [9]. 

 

Yapay zekâ, insan zekâsını taklit ederek insan gibi davranış gösteren, mantık yürütebilen, 

kazandığı tecrübeler doğrultusunda kendini geliştirebilen ve eyleme dönüştüren yazılımsal ve 

donanımsal sistemler bütünüdür [10, 11]. Sosyal ve ekonomik faaliyetlerini önemli derecede 

etkileyen yapay zekâ, farklı alanlarda karmaşık olan verileri çeşitli yöntemler ile analiz ederek 

daha anlaşılabilir olması için yorumlamaktadır [12, 13]. 

 

Yapay zekâ kavramı ilk kez 1956 yılında Dartmouth konferansında geçmesine karşın bu 

alandaki çalışmalar oldukça eskiye dayanmaktadır [14]. 1921 yılında Karel Capek tarafından 

yapay zekâya sahip robotlar ve insanlığın ortak toplumsal sorunlarını ele alınan RUR adlı 

bilim kurgu tiyatro oyununda robot kelimesi literatüre tanıtılmıştır [15]. 1941 yılında 

elektronik bilgisayarın doğuşunun ardından makinelerin zekâ ile donatılma konusu ele 

alınmıştır [16]. 

 

1950 yılında Alan Turing, “Makineler düşünebilir mi?” sorusunu cevapladığı ve makinelerin 

düşünebilme olasılığı hakkında dönüm noktası olarak kabul edilen makalesinde literatüre 

Turing testi olarak geçen bir öneride bulunmuştur [17]. Turing testinde birkaç insandan oluşan 

deney grubu bilgisayar ile etkileşime girmekte ve belli bir süre yazışma sonrasında 

sorgulayıcıya hangisinin insan hangisinin makine zekâsı olduğu sorulmaktadır. Bu test 

sonucunda bilgisayar kendini sorgulayıcıya insan olduğuna ikna ettiği takdirde düşünme 

yeteneğine sahip olduğu kabul edilmektedir [18, 19]. 

 

Yapay zekânın belli bir dönem popülerliğini kaybetmesinin ardından 1997 yılında IBM Deep 

Blue yazılımı ilk kez satranç alanında büyük şampiyon olan Gary Kasparov’u yenmiş ve bu 

sayede tekrar popüler bir konu haline gelmiştir [20]. Yapay zekâ, 1950’lerden günümüze 

kadar önemli başarılar elde ederek gelmiş ve günümüzde insan beyninden ilham alan 

algoritmalar ile makinelerin kendi kendine öğrenme uygulamaları oldukça önemli hale 

gelmiştir [21]. 

 

Yapay zekâ, eğitim [22], tıp [23], otomotiv [24], siber güvenlik [25], bankacılık ve finansal 

hizmetler [26] gibi farklı birçok alanda kullanılmaktadır. Yapay zekânın kullanıldığı önemli 

alanlardan birisi de bitki hastalıklarının tespitidir. Günümüze kadar yapay zekânın farklı 

teknikleri kullanılarak bitki hastalıkları alanında çalışmalar yapılmıştır [27]. Bitkide oluşan 
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herhangi bir hastalık genellikle bitkinin yaprağından tespit edilmektedir. Bu doğrultuda 

yapılan çalışmalarda, sağlıklı ve hastalıklı yaprak görselleri makinenin eğitimi için 

kullanılmaktadır  [28]. Yapay zekâ ile yaprak hastalıkları tanıma üzerine yapılan akademik 

çalışmalar incelendiğinde; 

 

Wicaksono ve ark. [29] elma yaprağı hastalığının tespiti üzerine evrişimsel sinir ağları (ing. 

Convolutional Neural Network-CNN) yöntemini kullanmışlardır. Çalışmalarında, 

PlantVillage veri seti kullanılarak uyuz, siyah çürük, sedir pas hastalığı ve sağlıklı yaprak 

görüntülerinden oluşan toplam 3151 görüntü verisi kullanmışlardır. Çalışmada evrişimsel 

sinir ağlarının LeNet-5 mimarisi kullanılarak 50,75 ve 100 epoch sayıları için eğitim 

verilerinde %99,2 ortalama doğruluk, test sonucunda %94,9 oranında ortalama doğruluk elde 

etmişlerdir. 

 

Cruz ve ark. [30] çalışmalarında, latince ismi “vitis vinifera” bitkisi olan üzümde görülen 

asma sarılığı (ing. grapevine yellows) hastalığının yapay zekâ ile tespiti üzerinde 

çalışmışlardır. Bu hastalık sonucu bitki düzensiz olarak olgunlaşarak yaprağında renk 

değişikliği göstermeye başlamaktadır. Çalışmalarında, asma görüntüleri etiketlenmiş olan açık 

kaynak PlantVillage veri setini kullanmışlardır. Çalışmalarında sonuç olarak, hastalığı tespit 

etmek için CNN yöntemi kullanarak en iyi performansın ResNet-101 ile ResNet-50 olduğunu 

belirtmişlerdir. 

 

Shruthi ve ark. [31] bitki hastalıklarını tespit etmek ve sınıflandırmak amacıyla çalışmalarında 

destek vektör makineleri (ing. Support Vector Machine-SVM), yapay sinir ağları (YSA), k-en 

yakın komşu algoritması (k-NN), fuzzy sınıflandırıcı ve CNN’i kullanan çalışmaları 

incelemişlerdir. Çalışmada kullanılan beş farklı model birbirleriyle karşılaştırılmış ve sonuç 

olarak  CNN yönteminin en yüksek doğruluk oranını verdiğini ifade etmişlerdir.  Bu derleme 

makalesinde %96.3 ortalama doğruluk ile en yüksek doğruluk elde edilen çalışma (Sladoyeviç 

ve ark. 2016) tarafından CNN sınıflandırıcı ile gerçekleştirilen çalışma olduğu görülmüştür.  

 

Fang ve ark. [32] çalışmalarında elma yaprağı hastalığının belirlenmesi için CNN modelinin 

içerisinde yer alan VGG16 mimarisi kullanmışlardır. Çalışmada kullanılan modelde 

sınıflandırma doğruluğunu arttırmak için merkez kaybı fonksiyonu ile softmax kayıp 

fonksiyonu birlikte kullanılmıştır. Veri kümesi olarak antraknoz yaprak yanıklığı, sedir pas, 

yaprak pas, gri nokta, siyah nokta ve siyah çürük hastalığına sahip olan 5373 hastalıklı yaprak 

görüntüsü ve 1683 sağlıklı yaprak görüntüsü kullanılmıştır. Çalışmada sonuç olarak önerilen 

VGG16 modeli ile %95 - %99,70 arasında doğruluk elde edilmiştir.  

 

Baranwal ve ark. [33] tarafından gerçekleştirilen çalışmada, elma yaprağı hastalığı tespiti için 

CNN içerisinde yer alan GoogLeNet mimarisinden yararlanılmıştır. 22 katmandan oluşan bu 

mimari, PlantVillage veri kümesinin alt kümesi üzerinde doğrulanmıştır. Veri seti olarak 

siyah çürük, uyuz ve pas hastalığına sahip 1526 hastalıklı yaprak görüntüleri ve sağlıklı 

yaprak görüntüleri kullanılmıştır. Çalışmada sonuç olarak önerilen GoogLeNet modelinin 

ortalama %98,42 doğruluk oranına sahip olduğu görülmüştür.  

 

Alruwaili ve ark. [34] çalışmalarında bitki hastalığının tespiti için CNN içerisinde yer alan 

AlexNet mimarisini kullanmışlardır.  Çalışmada, 14 farklı bitki türü ve 26 farklı hastalığın 

toplam 54.306 görüntüsü bulunan PlantVillage veri setini kullanmışlardır. Sonuç olarak 

önerilen AlexNet modeli ile %99,11 doğruluk, %99,49 hassasiyet, %99,29 oranında F1 skoru 

elde ederek AlexNet mimarisinin farklı bitki hastalıklarını etkin bir şekilde saptadığını ortaya 

koymuşlardır.  

https://ieeexplore.ieee.org/author/37086855652
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Ferentinos [35] çalışmasında, bitki hastalıklarının teşhisi için derin öğrenme modelleri 

geliştirmiştir. Çalışmada CNN kullanılarak modelin eğitim ve testi için açık kaynak ve 87.848 

görüntüden oluşan veri seti kullanmıştır. Bu görüntüler 25 farklı bitki türünün 58 farklı 

hastalığını içermektedir. Çalışmada, AlexNet, AlexNetOWTBn, GoogLeNet, Overfeat, VGG 

modelleri kullanarak en yüksek başarı oranı VGG ile %99,53 olarak elde edilmiştir.  

 

Khitthuk ve ark. [36] renkli görüntülerde bitki hastalık tanısı koymak üzerine yapay zekâ 

sistemi üzerinde çalışmışlardır. Çalışmalarında, hastalık özellik çıkarma işlemi için istatistik 

tabanlı gri düzey eş oluşum matrisi (ing. Gray-Level Co-Occurrence Matrix-GLCM) metodu 

kullanılarak her bir imgeden parametreler elde edilmiştir. Hastalık sınıflandırması için ise 

denetimsiz sinir ağı olan ARTMAP kullanılmıştır. Veri seti olarak pas, uyuz, tüylü küf 

hastalığı olan ve hastalıksız toplam 346 üzüm yaprağı görüntüsü kullanılmıştır. Çalışmada 

sonuç olarak, %90’nın üzerinde doğruluk elde etmişlerdir.  

 

Singh ve Misra [37] çalışmalarında, bakteriyel hastalığı olan gül ve fasulye yaprağı, güneş 

yanığı hastalığı olan limon yaprağı ve erken yanık hastalığı olan muz yaprağını görüntü 

segmentasyonu olan genetik algoritma ile tespitini gerçekleştirmişlerdir. Çalışmada, önerilen 

algoritma ile SVM kullanıldığında genel doğruluk %95,71 oranında elde edilmiştir.  

 

Sladoyeviç ve ark. [38] tarafından CNN kullanılarak geliştirilen model sağlıklı yaprağı ve 13 

farklı bitki hastalığını tanıyabilmektedir. Çalışmada kullanılan veri setinde 13 farklı hastalık 

ve sağlıklı görüntülerin olduğu sınıf haricinde daha doğru sınıflandırma yapabilmek amacıyla 

arka plan görüntülerin olduğu sınıfta bulunmaktadır. Veri setinde bulunan 30880 görüntü 

eğitim, 2589 görüntü test için kullanılmıştır. CNN’ in geliştirilmesi için 8 öğrenme katmanı, 5 

evrişimsel ve 3 tam bağlı katman içeren Caffe çerçevesi kullanılmıştır. Sonuç olarak model, 

%91 ile %98 arasında hassasiyet ve %96,3 doğruluk elde etmiştir.  

 

Nachtigall ve ark. [39] çalışmalarında CNN kullanarak elma ağacındaki bozuklukları 

otomatik olarak tespit etmişlerdir. Çalışmada, maxigala, fuji suprema ve pink lady üç elma 

ağacı türündeki potasyum eksikliği, magnezyum eksikliği, uyuz hasarı, glomeralla lekesi ve 

herbisit hasarı olan beş bozukluk üzerine çalışma gerçekleştirmişlerdir. Veri kümesi olarak 

Brezilya'nın güney kesimindeki meyve bahçelerinden 1970 hastalıklı yaprak görüntüsü, 569 

sağlıklı yaprak görüntüsü kullanmışlardır. CNN ile gerçekleştirilen çalışmada %97,3 doğruluk 

oranında sonuç elde edilmiştir.  

 

Acar [40] çalışmasında, bitkinin kökleri ve yapraklarına gıda alımını durduran bir mantar 

hastalığı olan pas hastalığının yapay zekâ yöntemiyle tespiti üzerine çalışmıştır. Çalışmasında 

zambak çiçeği yaprak görüntülerinde pas hastalığı olup olmadığına dair GLCM ve gabor 

dalgacık dönüşümü (ing. Gabor Wavelet Transform–GWT) tabanlı sınıflandırıcıları öznitelik 

çıkarma metodu olarak kullanılarak bir sistem tasarlanmıştır. Çalışmada veri seti olarak 32 

sağlıklı görüntü, 21 hastalıklı görüntü üzerinde k-NN, çok katmanlı algılayıcı ve en küçük 

kareler SVM kullanmıştır. Sonuç olarak çalışmasında, GLCM tabanlı k-NN ve çok katmanlı 

YSA ile %88,9 oranında başarı elde ederek bitkideki pas hastalığını doğru tespit etmiştir.  

 

Çalışmanın ilk bölümünde kısaca tarım, bitki hastalıkları, yapay zekâ ve yapay zekânın 

tarihçesinden, ikinci bölümünde yapay zekâ kullanılarak bitki hastalığı tespiti ile ilgili yapılan 

çalışmalardan bahsedilmiştir. Çalışmanın üçüncü bölümünde çalışmada kullanılan derin 

öğrenme modelleri, veri seti ve performans değerlendirme ölçütleri detaylı olarak 

açıklanmıştır. Çalışmanın dördüncü bölümünde ise elde edilen doğruluk, duyarlılık, özgüllük 
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ve F-skor değerleri tablolar halinde verilmiştir. Çalışmanın  sonuç bölümünde ise elma 

yapraklarında meydana gelen uyuz, siyah çürük ve pas hastalığı için AlexNet, DenseNet-121, 

ResNet-34, VGG16-BN ve Squeezenet1_0  yapay zekâ modellerinin performans 

karşılaştırması yapılmıştır. 

 

2. MATERYAL VE METOT 

 

2.1. Materyal 

 

Gerçekleştirilen çalışmada veri bilimciler ve makine öğrenimi uygulayıcı topluluğu olan açık 

erişim internet sitesi [41] (https://www.kaggle.com/) ‘dan alınan veri seti kullanılmıştır. Veri 

seti, elma yaprağına ait toplam 3171 adet görüntü ile oluşturulmuştur. Alınan veri setinde 

uyuz, siyah çürük, pas hastalığı ve sağlıklı olmak üzere dört farklı elma yaprak sınıfı 

mevcuttur.  Veri seti CNN modeli içerisinde yer alan, AlexNet, DenseNet-121, ResNet-34, 

VGG16-BN ve Squeezenet 1_0 olmak üzere beş farklı mimari  kullanılarak eğitilmiştir. Elde 

edilen sonuçlar duyarlılık, özgüllük, doğruluk ve F-skor olmak üzere dört farklı performans 

değerlendirme ölçütüne göre değerlendirilmiştir. Çalışmada kullanılan derin öğrenme 

modelleri, veri seti ve performans değerlendirme ölçütleri hakkında detaylı bilgiler aşağıda 

verilmiştir.  

 

2.1.1. Derin öğrenme 

 

Derin öğrenme, son yıllarda makine öğrenimi konusunda heyecan verici bir eğilim olarak 

karşımıza çıkmaktadır [42]. Derin öğrenme klasik makine öğrenmesinin genişletilmiş bir 

halidir. Bu genişletilme modele daha fazla derinlik eklenerek verileri birkaç hiyerarşik yolla 

temsiline izin veren fonksiyonların kullanılması olarak tanımlanmaktadır [43]. Derin öğrenme 

modellerinin yüksek hiyerarşik yapısı ve geniş öğrenme kapasitesi sınıflandırma ve 

tahminlerin tutarlılıkla yapılmasına olanak sağlamaktadır [44].  YSA’nın çok katmanlı ve çok 

nöronlu hali olan derin sinir ağlarının en önemli özelliği probleme uygun olarak otomatik 

öznitelik çıkarımı yapılması ve bu özniteliklerin ağın öğrenmesiyle oluşmasıdır [45].   

 

CNN mimarisi; derin öğrenmenin çeşitli algoritmaları arasında popülerliği ile öne çıkmaktadır 

[46]. CNN beynin görsel korteksinden ilham alarak temel olarak görüntüyü sınıflandırmak, 

benzerlikleri kümelemek ve nesne tanıma yapmak için kullanılmaktadır [47, 48]. Bu mimari, 

görüntüyü çeşitli katmanlarla işleyerek evrişim katmanları, doğrusal olmayan katmanlar, 

havuz katmanları ve tamamen bağlı katmanlardan oluşmaktadır [49].  Şekil 1’de örnek bir 

CNN mimarisinin temel yapısı gösterilmektedir [47]. Evrişim katmanı en yoğun matematiksel 

işlemin gerçekleştiği katman olup görüntüdeki düşük ve yüksek seviyeli özellikleri saptamak 

için görüntüye bazı filtreler uygulamakta,  aktivasyon katmanı olarakta adlandırılan doğrusal 

olmayan katmanda sisteme doğrusal olmayanlığın tanıtılması gerçekleştirilmekte ve 

genellikle en iyi sonucu verdiği için ReLu fonksiyonu kullanılmaktadır.  Havuzlama katmanı 

ağ içindeki parametrelerin azaltılması için özellik haritalarının boyutlarını küçülterek sistem 

üzerindeki ağırlık sayısını azaltmaktadır. Tamamen bağlı katmanlar ise giriş ve çıkış 

katmanları arasında bağ kurarak modelde sınıflandırıcı görevi üstlenmektedir  [50,51]. 

https://www.kaggle.com/
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Şekil 1. Evrişimsel sinir ağı katmanları [47]. 

 

2.1.1.1. AlexNet 

 

AlexNet mimarisi Krizhevsky ve ark. tarafından tasarlanmıştır [52].  2012 yılında ImageNet 

yarışması AlexNet ile kazanılmıştır [53]. AlexNet derin öğrenmeyi hızlandırmak için GPU 

kullanarak yarışmadaki diğer rakiplerine göre daha iyi performans göstermiş ve bu sayede 

popüler olmuştur [54]. AlexNet mimarisi genellikle fotoğraf sınıflandırılması için tercih 

edilmektedir [55]. AlexNet birbirini takip eden sekiz kat derinliğinde evrişim katmanları, 

havuzlama katmanları ve tamamen bağlı katmanlardan oluşmaktadır [56]. AlexNet 

mimarisindeki diğer yeni bir yaklaşım ise standart olan tanh yerine ReLu aktivasyonunun ilk 

kez bu mimaride kullanılmasıdır [57].  

 

2.1.1.2. DenseNet-121 

 

DenseNet-121 (Yoğun bağlantılı evrişim ağı), her katmanı diğer katmanlara ileriye doğru bir 

şekilde bağlamaktadır. DenseNet mimarisinde her katman önceki tüm katmanların 

özelliklerini girdi olarak kullanmakta ve katmandaki kendi özellikleri de sonraki katmanlara 

girdi olarak vermektedir [58]. DenseNet mimarilerinin avantajı özellik yayılımını sağlamak ve 

özelliğin yeniden kullanılmasına olanak sağlayarak parametre sayısını azaltmasıdır [59]. Şekil 

2’de örnek bir  DenseNet-121 mimarisi gösterilmektedir [60]. Bu mimari dört yoğun blok, üç 

geçiş katmanı ve toplam 121 katmandan (117 döngü, 3 geçiş ve 1 sınıflandırma) oluşmaktadır 

[60]. 

 

 
Şekil 2. DenseNet-121 mimarisi [60]. 

 

2.1.1.3. ResNet-34 

 

ResNet (Artık sinir ağı) He ve ark. tarafından 2015 yılında sunulmuş ve ImageNet 

yarışmasında %3,57 hata oranıyla birinci olmuştur [61]. ResNet-34 34 katmanlı derin artık ağı 

mimarisidir [62]. ResNet daha derin mimarilerin eğitimini sağlamaktadır. Bu mimaride eğitim 
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hatasını azaltmak için çok sayıda katman içeren bloklar kullanılmakta ve 

referanslandırılmamış işlevleri öğrenmek yerine artık değerler sonraki katmanlara 

eklenmektedir. ResNet mimarisinde katmanlar arasındaki atlama işlemi sayesinde ise 

kaybolan gradyan problemide çözülmektedir [63, 64].  

 

2.1.1.4. Squeezenet 

 

CNN modelinde kullanılan bir diğer popüler mimari ise SqueezeNet mimarisidir [65]. 

SqueezeNet mimarisi Iandola ve ark. tarafından 2016 yılında sunulmuştur [66]. Bu mimarinin 

amacı daha az parametreye sahip bir sinir ağı oluşturmak ve mimari 50 kat daha az parametre 

ile AlexNet düzeyinde doğruluk sağlamaktadır [67]. SqueezeNet mimarisinin avantajı ise 

daha verimli dağıtılmış katmanlar sayesinde sinir ağındaki iş yükü azalmakta ve bu sayede 

daha hızlı çalışmaktadır [67, 68]. 

 

2.1.1.5. VGG16-BN 

 

VGG-16 mimarisi Simonyan ve Zisserman tarafından sunulmuştur [69]. VGG16, tamamen 

bağlı ağı eğiten yaklaşık 138 milyon parametreye sahip büyük ölçekli görüntü tanıma 

modelidir [70]. VGG16 mimarisi 16 katmandan (13 evrişim, 3 tam bağlı katman) oluşmakta 

ve nesne sınıflandırma uygulamalarında kullanılmaktadır [71]. Şekil 3’de VGG16 

mimarisinin görünümü verilmiştir [72]. 

 
Şekil 3. VGG16 mimarisi [72]. 

 

2.1.2. Veri seti 

 

Önerilen mimariler bitki hastalığı tespit sisteminde kullanılan PlantVillage veri seti üzerinde 

eğitilmiştir. Kullanılan veri seti 14 farklı ürün için 54.306 etiketli görüntü içermektedir. 

Çalışmada, PlantVillage veri setinde bulunan 3171 elma yaprağı görüntüsü kullanılmaktadır. 

Şekil 4’de elma yapraklarında meydana gelen uyuz, siyah çürük, pas hastalığına sahip örnek 

görüntüler ve sağlıklı yaprak görüntüsü gösterilmektedir.  
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Şekil 4. PlantVillage veri setinden örnek elma yaprağı görüntüleri a)uyuz b)pas c)siyah çürük d)sağlıklı. 

Çalışmada kullanılan yaprak görüntüleri %65 eğitim, %15 doğrulama ve %20 test veri kümesi 

için ayrılmaktadır.  Tablo 1’de elma yaprağı veri kümesinde bulunan hastalıklı ve sağlıklı 

yaprak görüntüleri detaylı olarak gösterilmektedir. 

Tablo 1. Elma Yaprağı Veri Seti. 

Veri 

Uyuz hastalığı 

olan yaprak 

görüntüsü 

Siyah çürük 

hastalığı olan 

yaprak görüntüsü 

Pas hastalığı 

olan yaprak 

görüntüsü 

Sağlıklı 

yaprak 

görüntüsü 

Toplam 

Eğitim veri seti 410 404 179 1.070 2.063 

Doğrulama 94 93 41 246 474 

Test veri seti 126 124 55 329 634 

 

2.1.3. Performans değerlendirme ölçütleri 

 

Modellerin performansını değerlendirmek için sıklıkla karmaşıklık matris (confusion matrix) 

yöntemi kullanılmaktadır. Tablo 2’de gösterilen karmaşıklık matrisi gerçek sınıf ve 

sınıflandırıcının tahmin ettiği sınıf olmak üzere iki boyuta sahiptir [73]. Karmaşıklık matrisi 

sayesinde birçok sınıflandırma performansı tanımlanabilmektedir [74]. 

 
Tablo 2. Karmaşıklık Matrisi. 

GERÇEK 

DEĞER 

TAHMİN EDİLEN DEĞER 

 POZİTİF NEGATİF 

POZİTİF 
DOĞRU POZİTİF 

(True positive-TP) 

YANLIŞ POZİTİF 

(False positive-FP) 

NEGATİF 
YANLIŞ NEGATİF 

(False negative-FN) 

GERÇEK NEGATİF 

(True negative-TN) 

Duyarlılık (Sensivity) modelin girdilerden pozitif sınıf etiketini tahmin etmedeki olasılığını 

göstermektedir. Duyarlılık, Eşitlik 1’de verilen matematiksel ifade kullanılarak 

hesaplanmaktadır.  
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𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =
𝐷𝑃

𝐷𝑃+𝑌𝑃
                                                                                                                (1) 

Özgüllük (Spesifite) modelin girdilerden negatif sınıf etiketini tahmin etmedeki olasılığını 

göstermektedir. Özgüllük, Eşitlik 2'de verilen matematiksel ifade kullanılarak 

hesaplanmaktadır.  

Ö𝑧𝑔ü𝑙𝑙ü𝑘 =
𝐷𝑁

𝐷𝑁+𝑌𝑁
                                                                                                                  (2) 

Doğruluk (Accuracy) modelin genel olarak doğru olup olmadığını belirlemede 

kullanılmaktadır. Doğruluk, Eşitlik 3'de verilen matematiksel ifade kullanılarak 

hesaplanmaktadır.  

𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
𝐷𝑃+𝐷𝑁

𝐷𝑃+𝐷𝑁+𝑌𝑃+𝑌𝑁
                                                                                                      (3) 

F-Skor (F-Score) kesinlik ve duyarlılık performans değerlendirme ölçütlerini birlikte 

değerlendirme imkânı sağlayan bir değerlendirme ölçütüdür. F skor Eşitlik 4'de verilen 

matematiksel ifade kullanılarak hesaplanmaktadır [75]. 

  𝐹 − 𝑆𝑘𝑜𝑟 =
2𝐷𝑃

2𝐷𝑃+𝑌𝑃+𝑌𝑁
                                                                                                          (4)                                                                           

Denklemleri verilen ölçütler ikili sınıflandırma yapılırken kullanılmaktadır. Üç veya daha 

fazla sınıftan oluşan uygulamalarda performans değerlendirirken her sınıf için hesaplanan 

ölçümlerin ortalaması alınmaktadır [76]. Doğru ve yanlış sınıflandırmanın oranlarını gösteren 

matrisler üzerinde ortalama doğruluk, özgüllük, duyarlılık ve F-Skor değeri Eşitlik 5, 6, 7, 

8’de verilen matematiksel ifadeler kullanılarak hesaplanmaktadır [76,77]. 

. 

  𝑂𝑟𝑡𝑎𝑙𝑎𝑚𝑎 𝐷𝑜ğ𝑟𝑢𝑙𝑢𝑘 =
∑

𝐷𝑃𝑖+𝐷𝑁𝑖
𝐷𝑃𝑖+𝑌𝑁𝑖+𝑌𝑃𝑖+𝐷𝑁𝑖

𝑙
𝑖=1

𝑙
                                                               (5) 

 

  𝑂𝑟𝑡.Ö𝑧𝑔ü𝑙𝑙ü𝑘 =
∑

𝐷𝑁𝑖
𝐷𝑁𝑖+𝑌𝑁𝑖

𝑙
𝑖=1

𝑙
                                                                            (6) 

 

  𝑂𝑟𝑡. 𝐷𝑢𝑦𝑎𝑟𝑙𝚤𝑙𝚤𝑘 =
∑

𝐷𝑃𝑖
𝐷𝑃𝑖+𝑌𝑁𝑖

𝑙
𝑖=1

𝑙
                                                                            (7) 

 

   𝑂𝑟𝑡. 𝐹 − 𝑑𝑒ğ𝑒𝑟𝑖 =
∑

2𝐷𝑃𝑖
2𝐷𝑃𝑖+𝑌𝑃𝑖+𝑌𝑁𝑖

𝑙
𝑖=1

𝑙
                                                                            (8) 

 

2.2. Metot 

 

Gerçekleştirilen çalışmanın iş akış diyagramı Şekil 5’de verilmiştir. İlk aşamada açık kaynaklı 

internet sitesi Kaggle’da yer alan PlantVillage veri setinden 3171 adet elma yaprağı görüntüsü 

alınarak veri seti oluşturulmuştur. Veri seti içerisinde uyuz, siyah çürük, pas hastalığı olan ve 

sağlıklı yaprak görüntüleri etiketlenmiştir. Dört farklı sınıf bulunan veri setinde eğitim için 

toplam 2.063 görüntü, doğrulama için 474 görüntü ve test için 634 görüntü kullanılmıştır. 

İkinci aşama olan veri ön işleme aşamasında ise normalizasyon işlemi gerçekleştirilmiştir. 

Üçüncü aşamada görüntüler AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve 

Squeezenet1_0 derin öğrenme modelleri eğitilerek en doğru yöntem tespit edilmiştir. Tüm 

modeller için elde edilen eğitim oranları optimize edilerek 0.005 olarak belirlenmiştir. 
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Eğitilen modeller üzerinde hem doğrulama hem test işlemleri uygulanarak modelin doğruluğu 

test edilmiştir. 
 

 
Şekil 5. İş akış diyagramı. 

 

3. ARAŞTIRMA BULGULARI 

 

Çalışmada AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenet1_0 olmak üzere 

beş farklı derin öğrenme yöntemi kullanılarak elma bitkisine ait uyuz, siyah çürük, pas 

hastalığı olan ve sağlıklı yaprak olmak üzere dört sınıf eğitilmiştir. Eğitilen modeller üzerinde 

hem doğrulama hem de test işlemleri uygulanarak aşağıdaki sonuçlar elde edilmiştir. İlk 

olarak AlexNet modelinin doğrulama ve test veri seti için karmaşıklık matrisi Şekil 6’da 

verilmiştir. 

 
Şekil 6. AlexNet modeli(a) doğrulama veri seti için (b) test veri seti için  karmaşıklık matrisi. 
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Karmaşıklık matrisinde sıfırıncı indeks elma yaprağındaki uyuz hastalığını, birinci indeks 

siyah çürük hastalığını, ikinci indeks pas hastalığını ve üçüncü indeks sağlıklı yaprak 

görüntülerini göstermektedir. AlexNet modelinin performans değerlendirme ölçütleri Tablo 

3’de gösterilmektedir. 

 
Tablo 3. AlexNet Performans Değerlendirme Ölçütleri. 

Veri Duyarlılık Özgüllük Doğruluk F-Skor 

Doğrulama veri seti 0,96316 0,99075 0,99156 0,97566 

Test veri seti 0,91855 0,97995 0,98099 0,94677 

 

DenseNet-121 modelinin doğrulama ve test veri seti için karmaşıklık matrisi Şekil 7’de 

verilmiştir. 

 

 
Şekil 7. DenseNet-121 modeli (a) doğrulama veri seti için (b) test veri seti için  karmaşıklık matrisi. 

 

DenseNet-121 modelinin performans değerlendirme ölçütleri Tablo 4’de gösterilmektedir. 

 
Tablo 4. DenseNet-121 Performans Değerlendirme Ölçütleri. 

Veri Duyarlılık Özgüllük Doğruluk F-Skor 

Doğrulama veri seti 0,97196 0,99300 0,99367 0,98163 

Test veri seti 0,93584 0,98562 0,98580 0,95990 

 

ResNet-34 modelinin doğrulama ve test veri seti için karmaşıklık matrisi Şekil 8’de 

verilmiştir. 
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Şekil 8. ResNet-34 modeli (a) doğrulama veri seti için (b) test veri seti için  karmaşıklık matrisi. 

 

ResNet-34 modelinin performans değerlendirme ölçütleri Tablo 5’de gösterilmektedir. 
 

Tablo 5. ResNet-34 Performans Değerlendirme Ölçütleri. 

Veri Duyarlılık Özgüllük Doğruluk F-Skor 

Doğrulama veri seti 0,97212 0,99300 0,99367 0,98163 

Test veri seti 0,97646 0,99542 0,99526 0,98624 

 

VGG16-BN modelinin doğrulama ve test veri seti için karmaşıklık matrisi Şekil 9’da 

verilmiştir. 

 
Şekil 9. VGG16-BN modeli (a) doğrulama veri seti için (b) test veri seti için  karmaşıklık matrisi. 

 

VGG16-BN modelinin performans değerlendirme ölçütleri Tablo 6’da gösterilmektedir. 

 
Tablo 6.  VGG16-BN Performans Değerlendirme Ölçütleri. 

Veri Duyarlılık Özgüllük Doğruluk F-Skor 

Doğrulama veri seti 0,92991 0,98135 0,98312 0,95238 

Test veri seti 0,88302 0,96712 0,97003 0,91809 
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Squeezenet1_0 modelinin doğrulama ve test veri seti için karmaşıklık matrisi Şekil 10’da 

verilmiştir. 

 

 
Şekil 10. Squeezenet1_0 modeli (a) doğrulama veri seti için (b) test veri seti için  karmaşıklık matrisi. 

 

Squeezenet1_0 modelinin performans değerlendirme ölçütleri Tablo 7’de gösterilmektedir. 

 
Tablo 7. Squeezenet1_0 Performans Değerlendirme Ölçütleri. 

Veri Duyarlılık Özgüllük Doğruluk F-Skor 

Doğrulama veri seti 0,97193 0,99300 0,99367 0,98163 

Test veri seti 0,93508 0,98249 0,98422 0,95508 

 

Tablo 8’de, AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenet1_0 modelleri 

için duyarlılık, özgüllük, doğruluk ve F-skor değerleri verilmiştir. 

 
Tablo 8. AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve Squeezenet1_0 Performans Değerlendirme 

Ölçütleri. 

 

Model 

Duyarlılık Özgüllük Doğruluk F-Score 

Doğrulama Test Doğrulama Test Doğrulama Test Doğrulama Test 

AlexNet 0,96316 0,91855 0,99075 0,97995 0,99156 0,98099 0,97566 0,94677 

DenseNet-121 0,97193 0,93562 0,99300 0,98562 0,99367 0,98580 0,98163 0,95990 

ResNet-34 0,97212 0,97646 0,99300 0,99542 0,99367 0,99526 0,98163 0,98624 

VGG16-BN 0,92991 0,88302 0,98135 0,96712 0,98312 0,97003 0,95238 0,91809 

Squeezenet1_0 0,97193 0,93508 0,99300 0,98249 0,99367 0,98422 0,98163 0,95508 
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4. SONUÇ 

Çalışmada CNN içerisinde yer alan AlexNet, DenseNet-121, ResNet-34, VGG16-BN ve 

Squeezenet1_0 mimarileri elma bitkisi hastalıklarının tespiti için kullanılmıştır. Elde edilen 

sonuçlar dört farklı performans değerlendirme ölçütüne göre değerlendirilerek aşağıdaki 

sonuçlar elde edilmiştir.  

• Modeller performans değerlendirme ölçütü olan karışıklık matrisine göre 

değerlendirilmiştir. Değerlendirme sonucunda modelin uyuz, siyah çürük, pas hastalığı 

olan ve sağlıklı yaprakları tespit edebildiği görülmüştür. 

• Modeller duyarlılık, özgüllük, doğruluk ve F-skor performans değerlendirme 

ölçütlerine göre değerlendirilmiştir. Değerlendirme sonucunda doğrulama veri setinde 

duyarlılık için en iyi sonucun %97.21 ile ResNet-34, özgüllük için %99.3 ile 

DenseNet-121, ResNet-34 ve Squeezenet1_0, doğruluk için %99.3 ile DenseNet-121, 

ResNet-121 ve Squeezenet1_0 ve son değerlendirme ölçütü olan  F-skor için ise 

%98.16 ile DenseNet-121, ResNet-121 ve Squeezenet1_0 olduğu ortaya konulmuştur.  

• Değerlendirme sonucunda test veri setinde duyarlılık, özgüllük, doğruluk ve F-skor 

için en iyi sonucun sırasıyla %97.64, %99.54, %99.52, %98.62 değerleri ile ResNet-

34 mimarisi olduğu ortaya konulmuştur. 

Sonuç olarak yapay zekâ ile elma bitkisindeki hastalık tespitinde en iyi modelin ResNet-34 

mimarisi olduğu belirlenmiştir.  

Teşekkür 

Çalışmada kullanılan PlantVillage veri setininin açık kaynak verilerini  internet sitelerinde 

(Kaggle) kullanıma açan herkese teşekkürü bir borç biliriz. 
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