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Oz: Bitkiler uzun yillardir gogu sektorde insan hayatinda 6nemli bir yer tutmaktadir. Pembe Yag Giilii olarak
adlandirilan Rosa damascena Mill. bitkisi, giil ¢esitleri arasinda kendine 6zgii keskin ve yogun kokusu ile
kozmetik, parfiim, ilag ve gida endiistrisi gibi sektdrler i¢in ekonomik degeri olan bir tiirdiir. Tiirkiye’de Mayis
aylarinda hasadina baglanan yag giilii, tomurcuklarinin ¢icek agmast durumunda hasadi yapilmaktadir. Tomurcuk
halindeki giiller ise agmas1 durumuna kadar hasat edilmeden birakilmaktadir. Bu ¢alismada makine dgrenmesi
ve derin 6grenme yontemleri kullanilarak her bir yag giiliiniin “hasat edilebilir/hasat edilemez” durumuna gore
ikili simiflandirilmast gergeklestirilmistir. Giil bahgelerinden elde edilen goriintiiler ile olusturulan veri seti,
yapay zekd modellerinin egitim ve testinde kullanilmigtir. Makine 06grenmesi modeli olarak DVM
smiflandiricisi, derin 6grenme modelleri olarak da VGG16, VGG19 ve InceptionV3 kullanilmistir. Siniflandirma
basarimi; DVM modelinde %71.06, VGG16 modelinde %96.44, VGG19 modelinde %97.96 ve InceptionV3
modelinde %72.08 olarak elde edilmistir.

Anahtar Kelimeler: Rosa damascena Mill, DVM, InceptionV3, VGG16, VGG109.

Detection of Harvest Status of Oil Rose (Rosa damascena Mill.) with
Machine Learning and Deep Learning Methods

Abstract: Plants have an important place in human life in many sectors for many years. Rosa damascena Mill
plant, which is called Pink Oil Rose, is a species that has economic value for sectors such as cosmetics, perfume,
medicine and food industry with its distinctive sharp and intense scent among rose varieties. Qil rose is harvested
in May in Turkey when its buds bloom. Roses in bud form are left unharvested until they bloom. In this study,
binary classification of each oil rose according to "harvestable/non-harvestable" status was carried out using
machine learning and deep learning methods. The data set created with the images obtained from the rose
gardens was used in the training and testing of artificial intelligence models. DVM classifier was used as
machine learning model, and VGG16, VGG19 and InceptionV3 were used as deep learning models.
Classification performance is 71.06% in the DVM model, 96.44% in the VGG16 model, 97.96% in the VGG19
model and 72.08% in the Inception\VV3 model.

Keywords:Rosa damascena Mill., DVM, InceptionVV3, VGG16, VGG19.

1. Giris

Yag Giilii diinyada 200°den fazla tiirii ve yaklasik 18.000 ¢esidi bulunan Rosaceae familyasindan
olan, yag giilii olarak adlandirilan, kendine 6zgii keskin bir kokuya sahip yillarca iiriin verebilen
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tibbi ve aromatik bir bitki tliriidiir. Yag Giilii sadece kozmetik sektoriinde degil, ayn1 zamanda ilag
ve gida gibi bircok farkli alanda kullanim1 mevcuttur. Cok fazla kullanim alani bulunan Yag Giilii
iiretiminin %350’s1 tlilkemizde, %40°1 Bulgaristan’da geri kalan miktar1 ise Iran, Afganistan, Fas,
Hindistan ve Cin’de gergeklestirilmektedir [1]. Sekil 1’de goriintiisii verilen Yag Giilii tilkemizde
ise en ¢ok Isparta ilinde 6zellikle Merkez, Gonen, Kegiborlu, Egirdir, Uluborlu, Atabey ilgelerinde
olmak {tizere, az bir kismi ise Burdur, Afyon, Konya ve Denizli illerinin Isparta’ya yakin olan
bolgelerinde yetistirilmektedir [2], [3]. Kozmetik ve parfiimeri sanayisinde kullanilan yag giiliinden;
basta yag, su, konkret ve absoliit gibi iirlinler elde edilmektedir. Ayrica gida sanayisinde, kisisel
bakim ve temizlik {irtinlerinin yani sira, tipta bir¢ok hastaligin onlenmesinde ve tedavisinde
kullanilmaktadir [4]-[6]. Tipta Ozellikle; stres, depresyon, jinekolojik hastaliklar, yaralarin
tyilestirilmesinde, sindirim sistemi, kalp ve solunum hastaliklarinin tedavisinde kullanilmaktadir
[7]-[9]. ilk olarak Bulgaristan’m Kazanlik bdlgesinde yetistirilen yag giilii, cografik konumu, iklimi
ve toprak yapist ile 19. yiizyilin sonlarinda Isparta’da yetistirilmeye baslanmis ve yag giilliniin
iiretim merkezi haline gelmistir. 2021 yilinda, Isparta’da 15 bin, Burdur’da 2 bin, Afyon’da 700 ton
ve diger illerle birlikte toplamda yaklasik olarak 20 bin ton giil ¢igegi liretimi yapilmigtir [10].

Sekil 1. Yag Giilii

Literatiirde yag giilii ile ilgili yapilan ¢aligmalarin biiytik bir cogunlugu kullanim alanlarinin ve {iriin
kalitesinin artirtlmasina yoneliktir. Az sayida da olsa yapay zeka yontemlerinin kullanildigr ve giil
yagmin smiflandirilmast ile ilgili calismalar bulunmaktadir [11], [12]. Bu c¢alismada ise, Yapay
Zeka yontemlerinden Makine Ogrenmesi ve Derin Ogrenmenin yag giilii hasadinda kullanilabilirligi
arastirilmistir. Giil bahgelerinden elde edilen goriintiilerden olusturulan veri seti ile DVM, VGG16,
VGG19 ve InceptionVV3 modelleri egitilerek basarim oranlari bulunmustur.

2. Literatiir Ozeti

Teknolojinin gelismesine paralel olarak bircok farkli alanda yapay zeka uygulamalari
gelistirilmekte ve kullanilmaktadir. Gelistirilen uygulamalardan bir boliimii goriintiiler iizerinde
yapilan simiflandirma calismalaridir [13]. Bu ¢alismalar kullanilan veri setindeki goriintiilerin
olusturdugu sinif sayisina bagl olarak farkliliklar gosterebilmektedir. Calismada yag giiliiniin hasat
edilebilir ve hasat edilemez oldugunun tespiti tizerine ikili siniflandirma islemi gerceklestirilmistir.
Literatiirde farkli sektorlerde yapilan ikili siniflandirma ¢aligmalarindan bazilari sunulmustur.

Rodrigues vd. [14] 2020 yilinda yaptiklar1 ¢aligmalarinda, Melanom cilt kanserinin tespiti i¢in IoT
sisteminde Derin Ogrenmenin kullanilabilirligini arastirmislardir. Iki veri setinde bulunan 1100 adet
dermatoskopik goriintiiler, veri artirma teknikleri ile 6600 adete ¢ikarilmistir. VGG16, VGGI9,
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ResNet, InceptionV3, MobileNet, DenseNet, NASNet modellerinin kullanildig1 c¢alismada,
goriintiilerin saglikli veya Melanom kanseri oldugunun siniflandirilmasinda en iyi dogruluk oranini
InceptionV3 modeliyle %78.75 oranina ulagilmistir. 2021 yilinda ise Patra vd.[15], sehir iginde
bulunan yollardaki ¢ukurlarinin tespitinin yapay zeka yontemleri ile tespitini degerlendirmislerdir.
Calismada, Kalkiita sehrinin Jadavpur ve Garia bolgelerindeki yollardan kendi imkanlar ile elde
ettikleri 3424 adet goriintii kullanilmistir. Yollarda bulunan ¢ukurlarin tespitinde dnceden egitilmis
VGG16, VGGI9 ve InceptionV3 modelleri uygulanmistir. Yol kazalarmmi ve araglarin hasar
goérmesini onlemek, seyahat konforunu artirmak gibi ¢ukurlarin belirlenmesi i¢in yapilan ¢aligmada
InceptionV3 ile %92.50 dogruluk orani elde edilmistir.

2021 yilinda Pancholi vd.[16] yaptiklar1 ¢alismada, Diinya niifusunun yaklasik %10’nun etkilendigi
yiiz, alin, sirt ve gogiiste ¢ikan aknelerin tespitine yonelik bir ¢aligma gergeklestirmislerdir. 100
tanesi normal ve 100 tanesinde akne bulunan veri setinden yararlanilmistir. Farkli ciltlerdeki
aknelerin tanimlanmasi i¢in Onceden egitilmis VGG16, VGG19 ve InceptionV3 modelleri
kullanilmis ve %99.5 dogruluk orami InceptionV3 modeli ile elde edilmistir. Unal vd. [17] 2022
yilinda, kamuya sunulmus olan hasarli araba setini kullanarak, ikili siniflandirma g¢aligmasi
yapmiglardir. Veri setinde var olan 80 saglam ve 80 hasarli ara¢ sayisini veri artirma yontemleri ile
5 kat artirarak ¢aligmalarinda 800 ara¢ goriintiisiinii kullanmislardir. En iyi siniflandirma oraninin
NasnetLarge algoritmasi ile elde edildigi ¢calismada, VGG16, VGG19, InceptionV3 ve DenseNet
algoritmalart da kullanilmistir. Vivek vd.[18] 2022 yilinda, insanlarin sagligini olumsuz yonde
etkileyen Guatr hastaligzinin CNN modelleri ve Makine Ogrenmesi smiflandiricilar ile tespiti
iizerine bir ¢alisma gergeklestirmislerdir. Veri seti olarak 103 tanesi guatr hastast ve 116 tanesi
saglikli insana ait boyun resmini kullanmislardir. insan boyun resimlerindeki siskinligin énceden
egitilmis VGG16, InceptionV3 ve VGG19 algoritmalar ile 6zellik ¢ikarimi gergeklestirildikten
sonra, lojistik regresyon, rastgele orman, destek vektor makinesi, KNN, yapay sinir ag1, saf bayes
ve adaBoost siniflandiricilari ile siniflandirma islemlerini gergeklestirmislerdir.

Malik vd. [19] 2018 yilinda, Makine 6grenimi kullanilarak giil bitkisi siniflandirmasinin performans
degerlendirmesi isimli ¢aligmalarinda 4 farkli giil tiirlinii yaprak goriintiilerinden faydalanarak
siniflandirmaya calismiglardir. Veri setini dort farkli (turuncu, kirmizi, pembe ve beyaz) giil
yapragina ait toplam 100 fotograftan olusturmuslardir. k En Yakin Komsu (k-NN) tabanli bir
makine 6grenmesi yaklasimi ile maksimum %65 dogruluk oranina ulasmislardir. Literatiirde Yag
Giili ile ilgili yapilan ¢aligmalarin biiylik bir ¢cogunlugu giil yaginin farmakolojik etkileri, doku
kiiltiiri, ugucu yag bilesimi lizerine olmakla birlikte, yapay zekd yontemlerinin kullanildig:
caligmalara rastlanamamistir. Calisma literatiirdeki Yag Giili ile ilgili yapay zeka yontemlerinin
kullanilabilirligine yonelik katki saglamasi agisindan 6nem arz etmektedir.

3. Materyal ve Metot
3.1. Destek Vektor Makineleri (Support Vector Machines)

Destek Vektor Makineleri (DVM), smiflandirma ve regresyon analizinde kullanilan, istatistiksel
ogrenme alaninda gelistirilmis denetimli bir yapay zekd 6grenme yontemidir [20], [21]. DVM,
temeli 1960’11 yillara dayansa da, bugiinkii sekline Vapnik vd. tarafindan 1992 yilinda yapilan
calisma ile literatiire kazandirilmistir [22], [23]. DVM saglam teorik temelleri ve iyi genelleme
kapasitesi nedeniyle son yillarda veri madenciligi, Oriinti tanima ve makine Ogrenmesi
uygulamalarinda en ¢ok kullanilan siniflandirma yontemlerinden biri haline gelmistir [24], [25].

Oriintii siniflandirmada temel amag, egitim verileri kullanilarak, en iyi siniflandirma performansini
veren bir model elde etmektir. Bunun i¢in DVM’ler egitim setindeki siniflari, birbirinden ayirabilen
optimum hiper diizlemi bulmaya calisirlar. DVM’ler ¢ozdiikleri problemlere gore, dogrusal ve
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dogrusal olmayan olmak tiizere iki farkl: tiire ayrilabilir.

Dogrusal DVM : Dogrusal olarak ayrilan problemlerde, amag siniflarin 6zellikleri arasindan gegen
hiper diizlemi bulmaktir (Sekil 2). Bu hiper diizlem siniflara ait 6zelliklerin birbirine en uzak
oldugu iki dogrudan olusmaktadir. Bu dogrular Sekil 2’de gosterilen (w.x)+b=+1 ve (w.x)+b=-1 ile
temsil edilen hiper diizlemlerdir. Hiper diizlemler iizerindeki kare ve daire seklindeki siniflara ait
ozellikler ise destek vektorlerini temsil ederler. Dogrusal DVM problemlerinin karmasikligi,
kullanilan 6zelliklerin sayisina bagl olarak degisiklik gostermektedir.

X1/

Sekil 2. Dogrusal DVM [26]

Dogrusal Olmayan DVM : Eger egitim verileri dogrusal olarak ayrilabilir degilse, siniflar
arasindaki boslugu maksimize etmek icin hiper diizlemler optimal olarak belirlenmis olsa bile, elde
edilen siniflandirict yiiksek bir genelleme yetenegine sahip olmayabilir. Boyle durumlarda, egitim
verilerinin birbirinden ayrilabilecegi cok boyutlu uzaya déniistirmek gerekmektedir (Sekil 3). iki
boyutlu uzaydan ¢ok boyutlu uzaya doniisim asamasinda c¢ekirdek fonksiyon ismi verilen 6zel
fonksiyonlar kullanilmaktadir. Bu amag¢ icin literatiirde kullanilan ¢ekirdek fonksiyonlardan
Dogrusal Cekirdek Esitlik 1, Gauss Cekirdek Esitlik 2, Anova Cekirdek Esitlik 3 ve Polinom
Cekirdek Esitlik 4 ile gosterilmistir.

Dogrusal Cekirdek K(x;, %) = x] x; (1)
Gauss Cekirdek K(xi; xj) = (e )—Y”xi—xj”Z' y>0 2
L d
Anova Cekirdek K (xl-, xj) = Z exp (—a(xl-i — xji)z) (3
i=1
. . d
Polinom Cekirdek K(xi;xj) = (1 + xiij ) (4)
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Sekil 3. Boyut arttirma islemi [27]
Literatiirde boyut artirimi i¢in kullanilan c¢ekirdek fonksiyonlarin kullanildigr uygulamalara
bakildiginda; Polinom’un dogal dil islemede [28], Gauss’un iflas tahmininde [29], Dogrusal’in ise
kot amacgh yazilim tespiti [30] gibi farkli uygulamalarda kullanildigi goriilmektedir.

3.2. VGG16

VGG16, Oxford Universitesi'nden Karen Simonyan ve Andrew Zisserman tarafindan &nerilen bir
Evrisimsel Sinir Ag1 (CNN) modelidir. 2014 yilinda, ImageNet Biiyiik Olcekli Gérsel Tanima
Yarigsmas: (ILSVRC) 1000 sinifa ait 14 milyondan fazla goriintiiden olusan bir veritabaninda,
%92,7 smiflandirma basarim oranini saglamistir. AlexNet-2012 ve ZFNet-2013 modellerinden
farkli olarak bu modelde, tim ag boyunca 1 piksellik adimlarla ¢ok kiiciik 3x3 filtreler
kullanilmistir [31]. Boylece, aga daha hizli yakinsama yetenegi kazandirilmistir.

VGG-16 mimarisinin genel yapist Sekil 4’de verilmistir. Aga girdi verisi olarak 224x224
boyutunda RGB (Red Green Blue — Kirmiz1 Yesil Mavi) formatinda goriintiiler aktarilir. ilk olarak
RGB degerlerinin normallestirilmesi yapilir. Goriintiiler, iki defa 3x3’liikk evrisim katmani ve
ReLU aktivasyonundan sonra, 3 defa 3x3’liik evrisim katmani1 ve ReLU aktivasyonundan gegirilir.
Her evrisim ve ReLU uygulamasindan sonra 2x2’lik maksimum havuzlama islemi yapilir. Daha
sonra ilk ikisi 4096 ve tciinciisii 1000 ndrona sahip tam baglant1 katmanindan gegirilir. Son olarak
da, Softmax aktivasyon katmani ile siniflandirma islemi tamamlanur.

224 x224x3 224 x224x64

112 x 112 x 128

56|x 56 x 256

7x7x512
28 x 28 x 512

14 x 14 x 512 1x1x4096 1x 1 x 1000

= Konvoliisyon + ReLU
Maksimum havuzlama
Tam baglanti + ReLU
Softmax

Sekil 4. VGG-16 mimarisi [32]
VGG-16 mimarisi bitkilerde hastalik [33], [34], tipta beyin tiimorii [35] ve zatiirre [36] gibi

hastalik, goérsel konusma [37], balik tiirlerinin tespiti [38] ve otomatik yiiz tanima [39] olmak tizere
birgok farkli disiplinde kullanilmaktadir.
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3.3. VGG19

VGG16 ile hemen hemen benzer mimariye sahip olan VGG19’da (Sekil 5), 16 evrisimsel, 5
havuzlama ve 3 adet tam baglant1 katmani bulunmaktadir. VGG19’un amaci, evrisimsel katmanda
bulunan filtreler ile parametre sayisinin azaltilarak derinlemesine bir aga sahip olunmak
istenmesidir. Bu mimari yaklasik olarak 144 milyon parametre igermektedir [40]. Sekil 5°de
VGG16 ile VGG19 mimarilerine sematik olarak bakildiginda, VGG19’da sadece 3 adet
konvoliisyonel katmanin fazlaligi géze ¢arpmaktadir.

(a)

()
-Konvolﬂsvon Softmax

B vaksHavuziama [l Tam Baglant
Sekil 5. VGG16 (a) ile VGG19 (b) mimarilerinin sematik olarak birlikte gosterimi [41]

Tablo 1’den de goriilecegi lizere, her iki mimarinin de giris bilgileri 224x224 piksel olmasina
ragmen VGG19°da 3 konvoliisyon ve 13 ReLU katmaninin fazla oldugu goriilmektedir. Ayrica
VGG16°da 64 ve 128°lik filtreler kullanilirken, VGG19°da bunlara ek olarak 256 ve 512°lik filtreler
kullanilmistir. VGG19 mimarisi literatiirde; beyin timori tespitinde [42], makine ariza teshisinde
[43], goriintii tabanli kotii amaglt yazilim simiflandirmasinda [44], yiiz ifadesi tanimada [45] ve bitki
patolojisi siniflandirmasi [46] gibi bir¢ok farkli alanda kullanilmistir ve halen kullanilmaya devam
etmektedir.

Tablo 1. VGG16 ile VGG19 mimarileri arasindaki farklarin tablo halinde gosterilmesi [47]

Katman VGG16 VGG19
Katman sayist 16 19

Goriintii giris boyutu 224x224 piksel  224x224 piksel
Konvoliisyon Katmani 13 16

Filtre Boyutu 64,128 64, 128,256, 512
RelLU 5 18

Maksimum Havuzlama 5 5

Tam Baglanti Katmani 3 3

Unutma 0,5 0,5

Softmax 1 1

3.4. InceptionV3

Szegedy vd. tarafindan literatiire kazandirilan Inception agi, ILSVRC 2014 goriintii siniflandirma
yarismasinda birinci olmustur [48]. Inception aginda, agin genisletilmesi ile zamansal olarak
hesaplama maliyeti ve gradyan kaybi azaltilmistir. Bu agda, biiylik ¢ekirdekler ile goriintiilerdeki
global bilgilere, kiiciik ¢ekirdekler ile de lokal bilgilere erisim saglanabilmektedir [49]. Inception
V1 aginda, en biiylik problem kullanilan 5x5’lik evrisim ¢ekirdeklerinden dolay1 artan hesaplama
maliyetidir. Bunun ¢6zlimii i¢in, Inception V2 aginda 3x3’liikk evrisim ¢ekirdekleri kullanilarak
zamanlama maliyeti 2.78 kat azaltilmistir. Inception V3 ise, faktorizasyon fikri ile ortaya ¢ikmistir.
Islem sayisini daha da azaltmak igin Inception V3 aginda, islemsel parametreler azaltilarak agin etki
derecesinin ayni kalmasi saglanmustir [50].
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Mimarisi Sekil 6’da verilen Inception V3 aginda, model simetrik ve asimetrik bloklardan
olusmaktadir. Her blokta farkli farkli evrisim, ortalama ve maksimum havuzlama, birlestirme
(concats), unutma ve tam bagli katmanlar1 bulunmaktadir. Agin en sonunda ise siniflandirma islemi
icin Softmax katmani kullanilmaktadir. Yaklasik 20 milyonun {izerinde parametreden ve 48 katman
derinliginden olusan bu agda, 5x5’lik evrisimler yerine, 1x1 ve 3x3’liikk evrigimler kullanilarak
parametre sayisi azaltilarak, agin egitim hizi artirllmigtir.

[ konvolisyon Katmani () Ort Havuzlama Katmani

() Maks Havuzlama Katman () Tam Badlanti Katmani
() Birlestirme @ vrutma Katmam () Softmax Katmani
Sekil 6. Inception V3 mimarisinin sematik gosterimi [51]

Inception V3 ag literatiirde, gogiis kanserinin erken tespiti gibi tip uygulamalarinda [52], el yazisi
olarak Yunanca karakter tanimada [53], tohumlar1 ¢esidine gore siniflandirma islemlerinde [54],
eklemeli imalatta kusur tespitinde [55], hasarli ve hasarsiz arabalarin simiflandirilmast [17] gibi
farkli1 bir¢cok alanda kullanilmaktadir.

Literatiirde iki siniftan olusan goriintiilerin siniflandirmasi igin yapilan giincel ¢alismalardan elde
edilen dogruluk sonuglar1 Tablo 2’de verilmistir. Tabloda literatiirde yapilan ¢alismalardan, sadece
bu calismada yer alan siniflandiricilar ile elde edilmis olan dogruluk degerleri gosterilmistir.

Tablo 2. Iki smiftan olusan verilerin siniflandirilmast i¢in yapilan ¢alismalar

Referans DVM VGG-16 VGG-19 InceptionV3
[17] - 84,11 81,96 94,11
[18] 85,40 90,40 90,00
[15] 79,71 88,75 91,25 92,50
[56] 66,20 65,2 55,10
[14] 76,25 69,81 78,75
[16] 99,00 98,00 99,00
[57] 81,20 83,10 86,10
[58] 79,15 78,42 76,77
[59] 93,00 92,00 49,00
[60] 90,20 90,20 89,70

3.5. Performans Olciitleri

Yapay zekada, siniflandirma modellerinin performans 6l¢timlerinde; dogruluk, F1-Skor, Duyarlilik,
Kesinlik ve alici c¢alisma karakteristik (Receiver Operating Characteristic-ROC) egrisi
kullanilmaktadir. Tiim bu performans 6l¢iimlerinde gercek ve tahmin sinifinin dort farkli durumunu
iceren Sekil 7°de gosterilen Hata Matrisinden yararlanilir.
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Gergek Pozitif | Gergek Negatif
Tahmini Pozitif Yanlis Pozitif
(YP)
Tahmini Negatif | Yanlis Negatif
(YN)

Sekil 7. Hata Matrisi

Esitlik 5 ile gosterilen dogruluk orani ise dogru olan tahmin sayisinin, toplam tahmin sayisina olan
oranidir.

T DP + DN 5
OBTWUX = DP ¥ DN +YP + YN

Sekil 7°de hata matrisinde ve Esitlik 5’deki dogruluk oraninda ki DP; Dogru olarak belirlenen
pozitif siiflarin tahmin sayisi, DN; Dogru olarak belirlenen negatif siniflarin tahmin sayisi, YP;
Yanlis olarak belirlenen pozitif siniflarin tahmin sayist ve YN; Yanlis olarak belirlenen negatif
siiflarin tahmin sayisini ifade etmektedir [55].

4. Bulgular ve Tartisma

Yapilan calismada, yag giilii bitkisine ait goriintiiler, Isparta ili Merkez, Gonen, Keg¢iborlu ve
Atabey ilgeleri smirlari igerisinde bulunan tarlalardan rastgele Ornekleme yontemi ile elde
edilmistir. Gorilintiiler 2021 yili Mayis ayinda farkli gilinlerde Xiaomi Redmi Note 9 Pro cep
telefonu ile ¢ekilmistir. Goriintiiler 6944 piksel genisliginde, 9280 piksel yiiksekliginde, 72 dpi
yatay ve dikey ¢Oziiniirliigiinde, 24 bit derinligindedir. Veri setinde 677 adet toplanabilir ve 283
adet toplanamaz olmak iizere toplamda 960 adet yag giilii goriintiisii bulunmaktadir (Sekil 8).

Toplanabilir o Toplanamaz

Sekil 8. Veri setinde yer alan ve model i¢in yeniden boyutlandirilmis 6rnek yag giilii resimleri

Veri setindeki veriler %75 egitim ve %25 test verisi olmak iizere rastgele olarak ayrilmustir.
Calisma Kaggle platformunda Pyhton Programlama dili ile 6n egitimli derin 6grenme modelleri ve
Tensor Flow kiitiiphanesi kullanilarak gerceklestirilmistir.

Deneysel calismada kullanilan veriler “toplanabilir” ve “toplanamaz” olmak iizere iki simifa
ayrilmigtir. Egitim ve test verileri kullanilarak DVM, VGG16, VGG19 ve InceptionV3 modelleri
ayr1 ayri egitilmistir. Veri setindeki goriintiiler onisleme olarak 6944x9280 boyutundan, 1200x898
boyutuna indirgenmistir. Tablo 3’de egitilen modellerden elde edilen Dogruluk oranlart (%) ve
Kayip degerleri verilmistir. En yiiksek performans %97,96 Dogruluk orani ile VGG19 modelinden
elde edilmistir.
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Tablo 3. Egitilen modellerin performans karsilastirilmasi

Model Dogruluk Oram (%)  Kayip
VGG16 96,44 0,25
VGG19 97,96 0,05
InceptionV3 72,08 4,36
DVM 71,06 -

Calismada en yiiksek basarim orani, VGG19 modelinde elde edilirken bir¢ok farkli degerler
denenmis, %97,96 dogruluk oranma 0.0001 6grenme orani, 50 periyot, 40 grup boyutu ve adam
optimizatorii ile ulasilmistir. Modelin 6grenme veri seti lizerinden Olgiilen dogruluk ve kayip
degerlerinin degisim grafigi Sekil 9°da sunulmustur.

Model kaybi Model dogrulugu
14 —— efitim 1000 | — egitim
12 dogrulama 0975 dogrulama
10 || 0950 /
0925
-
L 08 | £ |
= 2 0900
g o6 | 3 |
2 0875
0.4 |
0850
o2 K‘ 0825
) . i . 0.800 |
0 10 2 0 a0 50 0 10 20 0 0 50

Periyot
(a)

Periyot
(b)

Sekil 9. Performans grafikleri (a) kayip, (b) dogruluk

Onerilen VGG19 modelinin hata matrisinde 138 goriintii ger¢ek toplanabilir, 2 goriintii yanls

toplanabilir,

55 goriintii  gercek toplanamaz,

ve 2 goriinti yanlis

toplanamaz olarak

siiflandirilmistir (Sekil 10). Model hata matrisinden de anlasilacagi iizere model basarili bir
sekilde yag giiliiniin toplanabilir ve toplanamaz oldugunu ayirabilmektedir.

Gergek Etiket
Toplanabilir

Toplanamaz

T0p|ﬂl:1|!bl|ll’
Tahmin Edilen Etiket

Toplanamaz

Sekil 10. Model hata matrisi

Modelin bagarili veya basarisiz oldugunu gosteren bir diger etmen ise ROC egrisidir. Bu egriden
istenen, egri altinda kalan alanin 1 veya 1’e ¢ok yakin bir deger olmasidir. Sekil 11°den de
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goriilecegi lizere egri altinda kalan alan 1’dir, bu da modelin tahmin etme basarisinin ¢ok yiiksek
oldugunu gostermektedir.

ROC egrisi

Dogru pozitif orani
(=] <

~ zinef O ROC egrisi (3'an = 1.00)
zinf 1 ROC egrisi (3lan = 1.00)
004 = rastgele tahmin

00 02 04 06 08 10
Yanhs pozitif orani

Sekil 11. Model ROC egrisi

Literatiir incelendiginde Tablo 2’den de goriilecegi lizere VGG16, VGGI9 ve InceptionV3
modelleri ile yapilan ikili siniflandirma uygulamalarinda, VGG16 modeli ile %66,20- %99,00,
VGG19 modeli ile %65,20- %98,00 ve InceptionVV3 modeli ile %49,00-%99,00 arasinda dogruluk
oranlarina sahip olan ¢alismalar bulunmaktadir. Yapilan ¢alismada da VGG16 ile %96,44, VGG19
ile %97,96, InceptionV3 ile %72,08 ve DVM ile %71,06 oranlarinda basarim elde edilmistir. Elde
edilen basarim degerleri literatiirde yapilan ikili smiflandirma calismalar1 ile paralellik
gostermektedir.

5. Sonuc ve Oneriler

Tibbi ve aromatik bitkilerden olan yag giilii basta kozmetik olmak iizere ¢ok farkli alanlarda
kullanilmaktadir. Uriiniin yetisme kosullara bakildiginda ise her yerde yetismeyen Yag Giilii
ozellikle Mayis ve Haziran aylarinda hasat edilmektedir. Yag giiliinden iyi derecede yag elde
edilebilmesi icin hasat islemi sabah erken saatlerde yapilmasi gerekmektedir. Su ana kadar yag
giiliinlin hasad1 insan giicii ile yapilmakta olup tarimsal mekanizasyon ile yapilan hasat islemine pek
rastlanilmamistir. Akilli tarim ile beraber tarimin pek c¢ok alaninda kullanilan tarimsal robotlar ile
yag giilliiniin hasat islemi de gerceklestirilebilecektir. Hasat isleminin tarimsal robotlarla
yapilabilmesi i¢in hangi giillerin toplanabilecegi, hangi giillerin ise toplanamayacagina yapay zeka
sistemleri ile karar verilebilecektir.

Yapilan ¢aligmada, yag giiliinlin toplanabilen ve toplanamayan olmak iizere iki farkli sinifa ait
yaklasik 1000 adetten olusan bir veri seti olusturulmustur. Makine 6grenmesi ve derin 6grenme
modelleri, olusturulan veri seti kullanilarak egitilmis ve hangi yontemin daha uygun oldugunun
tespit edilmesi amaglanmistir. Caligmada en iyi sonug, %97.96 dogruluk degerinde VGG19 modeli
ile elde edilmistir. Derin 6grenme modellerinin yiiksek oranda basarim gosterdigi ve bu alanda
kullanilabilecegi tespit edilmistir.

Literatiir incelendiginde bu amag icin daha 6nceden olusturulmus bir veri setine rastlanilmamustir.
Bu yiizden olusturulan veri setinin, bu alanda c¢alismak isteyen arastirmacilara da faydali olacagi
diistiniilmektedir.

Ilerleyen calismalarda, veri setinde bulunan 960 gériintii dondiirme, kaydirma, parlaklik vb. gibi
farkli veri c¢ogaltma teknikleri ile artirilabilir ve elde edilen sonuglar incelenebilir. Calismada

1337



ECJSE 2022 (4) 1328-1341 Yag Giili (Rosa damascena Mill.) Bitkisinin ...

kullanilan smiflandirma algoritmalarindan farkli modeller denenerek basarim oranlarmin artip
artmadig1 gozlemlenebilir.

Tesekkiir

Veri setinin olusturulma asamasinda, giil resimlerini fotograflayan Ayse Pelin ULUSOY ’a tesekkiir
ederiz.

Yazar(lar)in Katkilari

KK giris ve literatiir kisimlarini hazirladi, veri setini modeller i¢in uygulanabilir hale getirdi. BD
Makine Ogrenmesi ve Derin Ogrenme modelleri ile egitim ve test islemlerinin ger¢eklestirdi. BD ve
KK makaleyi birlikte olusturdu.

Her iki yazar da makalenin son halini okudu ve onayladi.

Cikar Catismasi

Yazarlar, c¢ikar catigsmasi olmadigini beyan eder.

Veri Seti

(Calismada kullanilan veri setine asagidaki baglantidan ulasilabilmektedir;

https://www.kaggle.com/datasets/1684654184496eabe23b1728faab7cb9f687086d290f85397865874
6b65e65e8
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