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Öz 

Multipl Skleroz (MS), ataksi ve denge bozukluklarına neden olan bir merkezi sinir sistemi hastalığıdır. Atakside genellikle ilk semptom 

yürüyüş bozukluğu olarak görülmektedir. Yürüyüş ataksisi klinik olarak artmış çift destek süresi, kısalmış adım uzunluğu ve düzensiz 

adımlar ile tanımlanabilir. Bu yüzden ataksi tespitinde yürüme bozukluğunun değerlendirilmesi doğru bir yol olacaktır. Derin öğrenme 

çok sayıda girdi verisinden özellik çıkararak çıktı verisini tahmin eden bir makine öğrenmesi yöntemidir. Derin öğrenme nesne tanıma, 

sınıflandırma ve sinyal işleme gibi alanlarda sıklıkla kullanılmaktadır. Bu çalışmada plantar basınç dağılım sinyalleri içeren görüntüler 

kullanılarak MS’li bireyler (PwMS) için ataksi tespiti yapılması amaçlanmıştır. Bu amaçla PwMSi olan ve sağlıklı olan bireylerin plantar 

basınç dağılım sinyallerini içeren toplam 418 görüntü önceden eğitilmiş Hybrit CNN ağlar yardımıyla sınıflandırılmıştır. Veri setinden 

özellik çıkarılırken VGG16, VGG19, ResNet, MobilNet ve NasNEt derin öğrenme mimarileri kullanıldı. Daha sonra elde edilen özellik 

vektörleri SVM, KNN ve ANN sınıflandırıcıları kullanılarak sınıflandırıldı. Bu çalışma sonucunda en iyi sınıflandırma 

performansı,SVM sınıflandırıcısı ile VGG19 %85.71 Acc %81.81 Sen, %88.23 Spe derin öğrenme mimarisi kullanılarak elde edilmiştir. 

Yapılan bu çalışmanın yapay zeka yardımı ile PwMS’de ataksi tespitinde hekime yardımcı olacağı kanaatine varılmıştır.  

 

Anahtar Kelimeler: Multiple Skleroz, Ataksi, Derin Öğrenme, Sınıflandırma 

Determination of Ataxia With Hybrt CNN Models in Early MS Using 

Plantar Pressure Distribution Signals 
Abstract 

 Multiple sclerosis (MS) is a disease of the central nervous system that causes ataxia and deficits in balance.In ataxia, the first symptom 

is usually seen as gait disturbance. Gait ataxia can be clinically defined by increased double support time, shortened stride length, and 

irregular strides. In this direction, the evaluation of deterioration in the detection of ataxia would be the right way. Deep learning is a 

machine learning method that predicts output data by extracting features from a large number of input data. Deep learning is frequently 

used in areas such as object recognition, classification and signal processing. In this study, it was aimed to detect ataxia for individuals 

with MS (PwMS) using images containing plantar pressure distribution signals. For this purpose, a total of 418 images containing the 

plantar pressure distribution signals of healthy individuals with PwMSi were classified with the help of pre-trained Hybrid CNN 

networks. VGG16, VGG19, ResNet, MobilNet and NasNEt deep learning architectures were used to extract features from the dataset. 

Then the obtained feature vectors were classified using SVM, KNN and ANN classifiers. As a result of this study, the best classification 

performance was obtained by using the SVM classifier and VGG19 85.71% Acc 81.81% Sen, 88.23% Spe deep learning architecture. 

It was concluded that this study will help the physician in the detection of ataxia in PwMS with the help of artificial intelligence..  
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1. Giriş 

Multipl skleroz (MS), merkezi sinir sisteminin kronik, 

enflamatuar ve otoimmün bir hastalığıdır, çoklu demiyelinizan 

plakların zaman ve mekânda yayıldığı çeşitli belirtilere ve 

semptomlara neden olur [1]. Ataksi bu semptomların en 

zorlayıcılarından biridir. Serebellar, vestibüler ve / veya duyusal 

sistem problemlerine bağlı olarak ortaya çıkar. Kas kuvvet 

kayıpları, spastisite, duyusal sorunlar, yorgunluk MS’de görülen 

yürüyüş bozukluklarının Ataksik semptomların şiddeti ve 

özellikleri bu sorunların varlığına göre değişir ve genellikle 

birlikte ortaya çıkar [2].  

Yürüyüşün yaşam kalitesine ve fonksiyonel bağımsızlığa 

olan önemine dair artan farkındalık, pek çok araştırma grubunun 

bu motor fonksiyonların pato-fizyolojisi, epidemiyolojisi, klinik 

ve terapötik yönlerini incelemesine neden olmuştur [5].  

Minimal engelli MS’libireylerde (PwMS), yürüyüş 

değişikliklerinin tespiti ve anlaşılması zordur. Bazı çalışmalar hız, 

kadans ve adım uzunluğunu ve çift desteğin artmış süresini 

bildirirken diğerleri sağlıklı bireyler ile ilgili herhangi bir fark 

tespit edememekte veya bunları birkaç parametrede 

bulamamaktadır [7-10]. 

İnsan gözü saniyede 18–25 adet görüntü algılayabilmektedir. 

Bu sebeple yürüyüş esnasında milisaniyeler içinde gerçekleşen 

hareketlerin objektif olarak değerlendirilmesi mümkün değildir. 

Başarılı bir tedavi uygulanabilmesi için tanının doğru 

konulması önemli iken normal ve patolojik yürüyüş özellikleri 

bilinmeli ve yürüyüşü etkileyen asıl neden anlaşılmalıdır [11]. 

PwMS’de ataksi tespiti için yürüyüşün basınç dağılımını 

içeren görüntüyü kullanan makine öğrenmesi temelli 

yaklaşımlara literatür de rastlanmamıştır. Fakat MS dışındaki 

farklı hastalıklarda ataksi tespiti için derin öğrenme ya da makine 

öğrenme yöntemi kullanılmıştır. Bu amaçla genellikle yüksek 

maliyetli giyilebilir sensörler ya da accelerometric 

kullanmışlardır [12,15]. 

Mevcut yöntemlerle hastalardan veri elde etmek için 

giyilebilir teknoloji veya Win-Track platformları 

kullanılmaktadır. Ancak tanı için elde edilen veriler doğrudan 

uzman hekim tarafından değerlendirilir. Hastalığın erken 

evrelerinde, henüz semptomatik olmayan veya EDSS skoru ikinin 

altında olan bireylerdeki minimum etkileşimli yürüyüş 

farklılıklarının hekimler tarafından teşhisi klinik olarak oldukça 

zordur. Yüksek performanslı karar destek sistemleri, hastalığın 

erken teşhisi ve bu alanda hekim değerlendirmesine yardımcı 

olması açısından çok önemli olacaktır. 

Bu çalışmada, plantar basınç dağılımı sinyalleri içeren 
bir görüntü veri seti kullanılarak, derin öğrenme tabanlı bir 
yaklaşımla PwMS için ataksi tespit edilmesi 
amaçlanmaktadır. Çalışmada PwMS'yi erken evrelerde 
teşhis etmek amacıyla hekimlere yardımcı olacak alternatif 
ve objektif bir yöntem önerilmektedir. 

2. Materyal ve Metot 

Bu çalışmada Fırat Üniversitesi Hastanesi Nöroloji Bölümüne 

başvuran ve Mc Donald kriterlerine göre kesin MS tanısı 

konulmuş gönüllü 43 ataksik MS’li birey ve 62 sağlıklı olmak 

üzere toplam 105 bireyin verileri kullanıldı. Tüm işlemler, Fırat 

Üniversitesi Girişimsel Olmayan Araştırmalar Etik Kurulu 

tarafından onaylanan ilkelere uygun olarak gerçekleştirildi ve tüm 

katılımcılar yazılı bilgilendirilmiş onam verdi. Tüm katılımcıların 

ataksi durumu, Ataksiyi Değerlendirme ve Değerlendirme Ölçeği 

(SARA) ile değerlendirildi [16].  

Win-Track platformu (MEDICAPTEURS Technology, 

Fransa), yalınayak yürüme sırasında plantar basıncı ve yürüyüş 

parametrelerini ölçen bir araçtır. Boyutları 1610 mm × 652 mm × 

30 mm (uzunluk / genişlik / yükseklik)’dir. Platform dirençli tipte 

12288 sensör içerir. Sensörlerin boyutları 7.8 × 7.8 mm2'dir ve 

aparatın yakalama frekansı 200 görüntü / saniyedir. Her bir 

hastanın yürüyüş esnasında taban altı basınç dağılımını içeren 

görüntüyü almak için Win-Track basınç platformu kullanıldı. 

Şekil 1 PwMS ait plantar basınç dağılımı görüntülerini 

gösterirken, Şekil 2 ise çalışmada kullanılan veriyi 

göstermektedir. Şekil 2 de 3 farklı renkte sinyal bulunmaktadır. 

Görüntüdeki sinyallerden kırmızı sinyal sol ayak, yeşil sinyal sağ 

ayak mor sinyal ise dönüşümlü olarak double support, single 

support ve swing faz parametrelerini göstermektedir.  

 

Şekil 1: MS’li Bireye Ait Plantar Basınç Dağılımı Görüntüsü 

 

Şekil 2: MS’li Bireye Ait Plantar Basınç Dağılımı Sinyalleri 

Evrişimli sinir ağı (CNN), günümüzde en çok kullanılan 

derin öğrenme modellerinden biridir. CNN modelleri, nesne 

tanıma, sinyal ve görüntü işleme gibi birçok alanda 

kullanılmaktadır [17]. Bu çalışmada yürüyüş basınç dağılımı 

sinyalleri ile önceden eğitilmiş CNN modelleri kullanılarak 

PwMS’de ataksi tespitinin yapılması amaçlanmıştır. 

Büyük hacimli bir eğitim verisi veya işleyecek donanım 

gücünün olmaması durumunda Transfer Learning yöntemi 

yaklaşımı kullanılır. Transfer learning, büyük miktarlarda ve uzun 

süreler eğitim sonucunda optimum parametrelere ulaşmış 

ağırlıklar üzerinden mevcut düşük miktarlı veriler üzerinde 

öznitelik çıkarmak için yaygın olarak kullanılmaktadır [17]. 

Yürüyüş basınç sinyalleri içeren görüntüler VGG16, VGG19, 

ResNet, MobileNet ve NasNetMobile modellerinin giriş verisi 

olarak kullanılmış, böylece transfer öğrenme yöntemi 

kullanılarak her modelden çıktı olarak özellik vektörleri elde 

edilmiştir. 

VGG16 13 konvülosyan katmanı ve 3 tam bağlı katmanlı bir 

yapıya sahiptir. 2x2 boyutlu 5 max pooling ve son katmanda 

softmax katmanı bulunmaktadır. Aktivasyon fonksiyonu olarak 

ReLu kullanılmıştır ve 138 milyon parametreye sahiptir [18]. 
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VGG19 16 konvülosyan katmanı, 3 tam bağlı katmanlı bir yapıya 

ve 144 milyon parametreye sahiptir [18]. 

ResNet modeli ise 50 katmanlı bir yapıya sahiptir ve CNN’lerde 

ağ yapısının derinliği artıkça eğitim zorlaşması sorununu çözmek 

için normal CNN’lerdeki nonlinear F(x) fonksiyonu kullanarak 

haritalamak yerine girişten (x) çıkışa bir kısayol bağlantısı 

yaparak ve belirli katmanları atlayarak, giriş (x) değerini F(x) 

fonksiyonuna aritmetik (F(x)+x) olarak eklemektedir. Böylece 

daha kolay bir eğitim süreci gerçekleştirmektedir [19]. 

MobileNet, hesaplama gücünün zayıf olduğu mobil ve gömülü 

görsel uygulamalar için geliştirilmiş bir derin CNN mimarisidir. 

Bu mimari aynı zamanda çoğu gerçek dünya problemlerine 

çözüm olabilecek gerçek zamanlı nesne tanıma gibi 

uygulamalarda kullanılmaktadır [20]. 

NasNet Derin öğrenme mimarilerin eğitiminde neural network 

oluşturma ve oluşturulan ağın yönetilmesi konusunda mimari 

mühendislik bilgisi gerektirmektedir. Bu zorluğu minimize etmek 

amacıyla Google yapay zekâ araştırmacıları tarafından 

oluşturulacak ağın mimarisini kendi organize edebilen otomatik 

bir makine öğrenme sistemi tasarlamıştır [21]. 

 

Şekil 3 : Önerilen karar destek sistemi 

VGG16, VGG19, ResNet, MobileNet ve NasNetMobile 

modelleri kullanılarak çıkarılan özellikler SVM KNN ve ANN 

sınıflandırıcıları yardımıyla sınıflandırılmıştır. 

Destek vektör makineleri (SVM), bir uzayı bilinen pozitif ve 

negatif örneklerle ikiye ayıran en iyi hiper düzlemi bulmayı 

amaçlayan sınıflandırma yöntemlerinden biridir. Zaman 

serilerinin sınıflandırmasında, yüz tanıma uygulamalarında ve 

medikal teşhislerin biyolojik veri işlemlerinde sıklıkla 

kullanılmaktadır. 

K-En Yakın komşu (k-NN) algoritması, uygulaması kolay 

denetimli öğrenme algoritmalarından biridir. Algoritma, belirli 

sınıflar ile bir örnek kümesindeki verileri kullanarak 

sınıflandırma yapar. Veri setine dahil edilecek yeni verinin 

mesafesi mevcut verilere göre hesaplanır ve k yakın komşu 

kontrol edilir [22]. 

Yapay Sinir Ağları (ANN) insan beyninin çalışma yeteneğini 

taklit ederek ortaya çıkmıştır. Yapay sinir ağlarında 

parametrelerin güncellenmesi için geri yayılım algoritmaları 

kullanılmaktadır. Delta kuralı, geri yayılmalı ağ eğitilirken hedef 

değerler ile çıkış değerleri arasındaki farkın bir kısmı, her bir 

eğitim hücresine geri yansıtılarak ağırlıkların değiştirilmesini ve 

bu işlemin belli sayıda tekrarlanarak hatanın en küçük değere 

ulaşmasını sağlayan bir yöntemdir [23]. 

Sınıflandırmanın homojen bir yapıda olması amacıyla en sonda 

çapraz doğrulama yöntemi kullanılmıştır. K değeri 5 olarak 

belirlenmiştir. Çapraz doğrulama yöntemi modelin görmediği 

veriler üzerinde objektif ve daha doğru sonuçlar elde edilmesi için 

kullanılan istatistiksel bir yöntemdir. 

3. Araştırma Sonuçları ve Tartışma  

3.1. Bulgular 

Bu çalışmada modellerin sınıflandırma performansları 

doğruluk, hassasiyet özgüllük ve F ölçüsü metrikleri kullanılarak 

değerlendirilmiştir. Kullanılan metriklerin yöntem ve formülleri 

aşağıda verilmiştir. 

Hassasiyet (Sen) =                 𝑁𝑇𝑃 

                                             𝑁𝐹𝑁 + 𝑁𝑇𝑃  

Özgüllük(Spe) =                    𝑁𝑇N 

                                             𝑁T𝑁 + 𝑁F𝑃  

F1 Skor   =        2 ×                 𝑁𝑇𝑃 

                                           𝑁𝐹𝑁 + 𝑁𝑇𝑃  

Doğruluk (Acc) =                 𝑁𝑇𝑁 + 𝑁𝑇𝑃 

                                      𝑁𝑇𝑁 + 𝑁𝐹𝑁 + 𝑁𝑇𝑃 + 𝑁𝐹P     

 

Doğru Pozitif(TP) :Doğru şekilde tanımlanan ataksi geçirmiş MS 

hastası sayısı 

Yanlış Negatif (FN) :Sağlıklı olarak tanımlanan ataksi geçirmiş 

MS hastası sayısı 

Doğru Olumsuz (TN) : Sağlıklı olan ve sağlıklı olarak tanımlanan 

sağlıklı birey sayısı 

Yanlış Pozitif (FP) : Sağlıklı olan ancak ataksi geçirmiş MS 

hastası olarak tanımlanan birey sayısı 

Tablo 1 de, kullanılan performans değerlendirme metrikleri ve 

modeller ile elde edilen sonuçlar verilmiştir. 

Tablo 1 Elde Edilen Sınıflandırma Sonuçları 

  Model 
Acc 

(%) 

Spe 

(%) 
F1 Measure(%) 

 VGG16 85.71 84.31 82.85 

 VGG19 85.71 88.23 81.81 

SVM ResNet 79.76 87.03 77.65  
MobileNet 80.95 89.36 77.66  
NasNetMobile 80.95 85.10 77.67 

 VGG16 73.80 66.66 77.68 

 VGG19 80.95 78.72 77.69 

KNN ResNet 75.00 76.59 77.70  
MobileNet 78.57 76.59 77.71  
NasNetMobile 77.38 80.85 77.72 

 VGG16 77.38 76.47 77.73 

 VGG19 77.38 86.66 77.74 

ANN ResNet 80.95 87.80 77.75  
MobileNet 80.95 95.74 77.76  
NasNetMobile 80.95 85.10 77.77 
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Tabloda da görüldüğü gibi VGG19 ile çıkarılan özelliklerin SVM 

sınıflandırıcıları ile daha yüksek doğrulukla sınıflandırdığı 

görülmektedir. Aynı zamanda SVM sınıflandırıcılarının diğer tüm 

sınıflandırıcılardan daha yüksek sonuçlar verdiği gözlenmiştir. 

Kullanılan 5 CNN model ve sınıflandırıcılar analiz edildiğinde en 

yüksek doğruluk, hassasiyet ve özgüllük değerine VGG19 modeli 

ile ( %85.71 Acc %81.81 Sen, %88.23 )Spe ulaşılmıştır. 

Şekil 4 de, kullanılan CNN modeller ve sınıflandırıcılar ile elde 

edilen doğruluk sonuç grafiği verilmiştir. 

 

Şekil 4:Sınıflandırma Sonuç Grafiği 

Karışıklık matrisi, genellikle bir sınıflandırma modelinin test 

verileri üzerindeki performansını tanımlamak için kullanılan 

etkili bir araçtır. Aşağıdaki şekilde, en iyi başarımı sağlayan SVM 

sınıflandırıcısı ile sınıflandırılmış VGG19 modelinin karışıklık 

matrisi bulunmaktadır. 

 

Şekil 5: SVM Sınıflandırıcısı ile Sınıflandırılmış VGG19 modeli 

karışıklık matrisi 

3.2. Tartışma 

Kesinlik, doğru tahmin ettiğimiz alanların toplam veri kümesine 

oranı ile hesaplandığından, tek başına yeterli değildir. Hassasiyet, 

bir testin test edilen koşula sahip kişiler için ne sıklıkla doğru bir 

sonuç verdiğini ölçerken, Özgüllük, bir testin test edilmekte olan 

koşula sahip olmayan kişiler için doğru bir negatif sonuç üretme 

yeteneğini ölçer. Bu nedenle hepsi birlikte değerlendirilmelidir. 

Sınıflandırıcılar için ise doğrudan sınıflandırıcı başarısından 

bahsetmek yerine kullanılan modelin problem çözmeye 

yatkınlığından bahsedilebilir. Bölüm 3 de elde edilen bulgular 

analiz edildiğinde VGG19 SVM modelinin çözülmesi amaçlanan 

problem için daha uygun olduğu söylenebilir. 

4. Sonuç 

Bu çalışmada, PwMS ait, Plantar basınç dağılımını içeren 

sinyaller kullanılarak önceden eğitilmiş CNN ağları yardımıyla 

Ataksi tespiti yapılmıştır. Çalışma PwMS’de ataksi tespiti için 

otonom bir karar destek sistemi sağlayabilmiştir. Bu sayede 

probleme insan yanılgısından uzak standardize bir çözüm 

getirilmiştir. Çalışmanın performansından yola çıkarak, pratikte 

uygulanabileceğini, henüz semptom vermeyen ve klinik olarak 

fark edilmeyen ataksinin erken dönemde tespit edilebileceğini ve 

hekime yardımcı bir sistem olarak önerilebileceği kanaatine 

varılmıştır. 

5. Teşekkür 

Değerli katılımcılara işbirlikleri için teşekkür ederiz. 
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